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6.3 Mod̀eleà deux facteurs. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

6.4 Analyse de covariance. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49

7 Exercices . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
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Introduction

La Statistiquea plusieurs objets : descriptif ou exploratoire, décisionnel (tests), modélisation selon que
l’on cherchèa repŕesenter des structures des données, confirmer ou expliciter un modèle th́eorique ou encore
prévoir. Ce cours s’int́eresse au th̀eme de lamod́elisationet plus particulìerement aux ḿethodeslinéaires
et à celles qui se ram̀enent au cas lińeaire. Il se limite donc̀a l’expośe des ḿethodes ditesparaḿetriques
dans lesquelles interviennent descombinaisons lińeairesdes variables dites explicatives. Celles-ci visent
donc à l’estimation d’un nombre ǵeńeralement restreint de paramètres intervenant dans cette combinai-
son mais sans aborder les techniques spécifiquesà l’étude des śeries chronologiques. Les méthodes non-
paraḿetriqueśelémentaires (loess, noyaux, splines) seront introduites dans le cas unidimensionnel.

Le cadre ǵeńeral de ce cours considère donc les observations d’une variable aléatoireY dite réponse,
exog̀ene, d́ependantequi doit être expliqúee (mod́elisée) par les mesures effectuées surp variables dites
explicatives, de contrôle, endog̀enes, d́ependantes, régresseurs. Ces variables peuventêtre quantitatives ou
qualitatives, ce crit̀ere d́eterminant le type de ḿethode ou de mod̀eleà mettre en œuvre : régression lińeaire,
analyse de variance et covariance, régression logistique, modèle log-lińeaire.

Compte tenu du temps limité et de la varíet́e des outils mis en jeu nous avons fait le choix d’insis-
ter sur lapratique des ḿethodes consid́eŕees ainsi que sur la compréhension des sorties proposées par
un logiciel (SAS/STAT) et de leurs limites plutôt que sur les fondements théoriques. Ce cours s’inspire
largement d’une présentation “anglo-saxonne” de la Statistique, du particulier vers le géńeral, dont des
compĺements sont̀a rechercher dans la bibliographie citée en ŕeférence. On montre donc comment utiliser
les propríet́es des mod̀eles statistiques pour le traitement des données tandis que certains des aspects plus
math́ematiques (d́emonstrations) sont l’objet d’exercices. Néanmoins, le dernier chapitre introduit au cadre
théorique ǵeńeral incluant toutes les ḿethodes consid́eŕees : lemod̀ele linéaire ǵeńeralisé.

En th́eorie, on peut distinguer deux approches : avec ou sans hypothèse probabiliste sur la distribu-
tion des observations ou des erreurs qui est, le plus souvent, l’hypothèse denormalit́e. En pratique, cette
hypoth̀ese n’est gùere prouvable, les tests effectués sur les ŕesidus estiḿes sont peu puissants. Cette hy-
poth̀ese est ńeanmoins implicitement utiliśee par les logiciels qui produisent systématiquement les résultats
de tests. Plus rigoureusement, ces résultats sont justifíes par les propriét́es des distributions asymptotiques
des estimateurs, propriét́es qui ne sont pas dévelopṕees dans ce cours. En conséquence, du moment que les
échantillons sont de taille “raisonnable”, hypothèse on non de normalité, les distributions des estimateurs et
donc les statistiques de test sont considéŕees comme valides.

En revanche, d’autres aspects des hypothèses, inh́erentes aux ḿethodes d́evelopṕees et qui, en pratique,
conditionnent fortement la qualité des estimations, doiventêtreévalúes avec soin :linéarité, colińearité,
homosćedasticit́e, points influentsou atypiques (outliers). Les différentsdiagnosticsainsi que le probl̀eme
du choix des variables explicatives, c’est-à-dire duchoix de mod̀ele, sont plus particulìerement d́ecrits.

Dans la mesure du possible, nous avons respecté une certaine uniformisation des notations. Des ca-
ract̀eres majusculesX, Y désignent des variables aléatoires, des caractères gras minuscules désignent des
vecteurs :yi est laième observation deY ranǵee dans le vecteury, un chapeau d́esigne un pŕedicteur :ŷi,
les caract̀eres gras majuscules sont des matrices, un caractère grec(β) est un param̀etre (qui est une variable
aléatoire) dont l’estimation est désigńee par la lettre latine correspondante(b).

Enfin, ce support de cours est et restera longtemps en chantier, les misesà jour successives ainsi que des
sujets de travaux pratiques sont disponiblesà partir de l’URL :

www-sv.cict.fr/lsp/Besse .
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Chapitre 1

Régression lińeaire simple

Ce chapitréelémentaire permet d’introduire simplement certains concepts clefs : modèle, estimations,
tests, diagnostics, qui seront ensuite déclinés dans des cadres plus géńeraux. Il vient en complément d’un
cours traditionnel de Statistique de niveau bac+3 sur l’estimation et les tests.

1 Modèle

On noteY la variable aĺeatoire ŕeelleà expliquer etX la variable explicative (d́eterministe) ou effet fixe
ou facteur contr̂olé. Le mod̀ele revient̀a supposer, qu’en moyenne,E(Y ), est une fonction affine deX.

E(Y ) = f(X) = β0 + β1X.

Remarque: Nous supposerons pour simplifier queX est d́eterministe. Dans le cas contraire,X aléatoire,
le mod̀ele s’́ecrit alors conditionnellement aux observations deX : E(Y |X = x) = β0 + β1x et conduit
aux m̂emes estimations.

Pour une śequence d’observations aléatoires identiquement distribuées{(yi, xi)i = 1, . . . , n} (n > 2,
et lesxi non touśegaux), le mod̀ele s’́ecrit avec les observations :

yi = β0 + β1xi + ui i = 1, . . . , n

ou sous la forme matricielle : y1

...
yn

 =

1 x1

...
...

1 xn

[β0

β1

]
+

u1

...
un

 ,

y = Xβ + u

où le vecteuru contient les erreurs.

Leshypoth̀esesrelativesà ce mod̀ele sont les suivantes :

i. la distribution de l’erreuru est ind́ependante deX ou X est fixe,

ii. l’erreur est centŕee et de variance constante (homoscédasticit́e) :

∀i = 1, . . . , n E(ui) = 0, Var(ui) = σ2
u.

iii. β0 etβ1 sont constants, pas de rupture du modèle.

iv. Hypoth̀ese compĺementaire pour les inférences :u ∼ N (0, σ2
uIp).

9



10 Chapitre 1. Régression lińeaire simple

2 Estimation

L’estimation des param̀etresβ0, β1, σ
2 est obtenue en maximisant la vraisemblance, sous l’hypothèse

que les erreurs sont gaussiennes, ou encore par minimisation de la somme des carrés deśecarts entre obser-
vations et mod̀ele (moindres carrés). Pour un jeu de données{(xi, yi)i = 1 . . . , n}, le critère des moindres
carŕes s’́ecrit :

min
β0,β1

n∑
i=1

(yi − β0 − β1xi)2.

On pose :

x̄ =
1
n

n∑
i=1

xi, ȳ =
1
n

n∑
i=1

yi,

s2
x =

1
n− 1

n∑
i=1

(xi − x̄)2, s2
y =

1
n− 1

n∑
i=1

(yi − ȳ)2,

sxy =
1

n− 1

n∑
i=1

(xi − x̄)(yi − ȳ), r =
sxy

sxsy
;

Les moindres carrés sont obtenus par :

b1 =
sxy

s2
x

,

b0 = ȳ − b1x̄.

On montre que ce sont des estimateurs sans biais et de variance minimum parmi les estimateurs fonctions
linéaires desyi (resp. parmi tous les estimateurs dans le cas gaussien).À chaque valeur deX correspond la
valeurestiḿee(ou pŕedite, ajust́ee) deY :

ŷi = b0 + b1xi,

lesrésiduscalcuĺes ou estiḿes sont :
ei = yi − ŷi.

La varianceσ2
u est estiḿee par la variation résiduelle :

s2 =
1

n− 2

n∑
i=1

e2
i .

2.1 Inférence

Les estimateursb0 et b1 sont des variables aléatoires ŕeelles de matrice de covariance :

σ2
u

[
1
n + x̄2

(n−1)s2
x

− x̄
(n−1)s2

x

− x̄
(n−1)s2

x

1
(n−1)s2

x

]

qui est estiḿee en remplaçantσ2
u par son estimations2. Sous l’hypoth̀ese que les résidus sont gaussiens, on

montre que
(n− 2)s2

σ2
u

∼ χ2
(n−2)

et donc que les statistiques

(b0 − β0)

/
s

(
1
n

+
x̄2

(n− 1)s2
x

)1/2

et (b1 − β1)

/
s

(
1

(n− 1)s2
x

)1/2
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suivent des lois de Studentà (n− 2) degŕes de libert́e. Ceci permet de tester l’hypothèse de nullit́e d’un de
ces param̀etres ainsi que de construire les intervalles de confiance :

b0 ± tα/2;(n−2)s

(
1
n

+
x̄2

(n− 1)s2
x

)1/2

,

b1 ± tα/2;(n−2)s

(
1

(n− 1)s2
x

)1/2

.

Attention: une inf́erence conjointe surβ0 et β1 ne peutêtre obtenue en considérant śepaŕement les inter-
valles de confiance. La région de confiance est en effet une ellipse d’équation :

n(b0 − β0)2 + 2(b0 − β0)(b1 − β1)
n∑

i=1

xi + (b1 − β1)2
n∑

i=1

x2
i = 2s2Fα;2,(n−2)

qui est inclue dans le rectangle défini par les intervalles. Un grande part des valeurs du couple(β0, β1) est
donc exclue de la région de confiance et ce d’autant plus queb0 et b1 sont corŕelés.

3 Qualité d’ajustement, prédiction

Il est d’usage de d́ecomposer les sommes de carrés deśecartsà la moyenne sous la forme ci-dessous ;
les notations sont celles de la plupart des logiciels :

Total sum of squares SST = (n− 1)s2
y,

Regression sum of squares SSR = (n− 1) s2
xy

s2
x

,

Error sum of squares SSE = (n− 2)s2,

et on v́erifie : SST= SSR+ SSE.

On appellecoefficient de d́eterminationla quantit́e

R2 = r2 =
s2

xy

s2
xs2

y

= 1− n− 2
n− 1

s2

s2
y

=
SSR
SST

qui exprime le rapport entre la variance expliquée par le mod̀ele et la variance totale.

Sous l’hypoth̀ese :β1 = 0, la statistique

(n− 2)
R2

1−R2
= (n− 2)

SSR
SSE

suit une distribution de FisherF1,(n−2). Cette statistique est le carré de la statistique de Student correspon-
dantà la m̂eme hypoth̀ese.

Connaissant une valeurx0, on d́efinit deuxintervalles de confiance de prédictionà partir de la valeur
préditeŷ0 = b0 + b1x0. Le premier encadreE(Y ) sachantX = x0 ; le deuxìeme, qui encadrêy0 est plus
grand car il tient compte de la variance totale :σ2

u + Var(ŷ0) :

ŷ0 ± tα/2;(n−2)s

(
1
n

+
(x0 − x̄)2

(n− 1)s2
x

)1/2

,

ŷ0 ± tα/2;(n−2)s

(
1 +

1
n

+
(x0 − x̄)2

(n− 1)s2
x

)1/2

.

Les logiciels proposent́egalement unebande de confianceentre deux arcs d’hyperboles pour la droite
de ŕegression.̀A chaque point(b0, b1) de l’ellipse de confiance de(β0, β1) correspond une droite d’équation
ŷ = b0 + b1x. Toutes ces droites sont comprises entre les bornes :

ŷ ± s
√
F1,(n−2)

(
1
n

+
(x− x̄)2

(n− 1)s2
x

)1/2

.
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Ceci signifie que cette bande recouvre la “vraie” ligne avec une probabilité1− α. Elle est plus grande que
celle assocíee aux intervalles de confiance desE(Y ).

Attention: la pŕediction par intervalle n’est justifíee que pour des observations appartenantà la popu-
lation échantillonńee età condition que les hypothèses : lińearit́e, erreurs i.i.d., (normalité), soient valides.
Éviter les extrapolations.

4 Nuage de points, transformations

Toute tentative de modélisation ńecessite unéetude descriptive préalable afin de s’assurer, au moins
graphiquement, de la validité des hypoth̀eses consid́eŕees. Ceci passe

i. par uneétude uni-varíee de chaque distribution pour détecter des dissyḿetries ou encore des valeurs
atypiques (outliers) : boı̂tesà moustaches, histogrammes, estimation non-paramétrique de la densité,

ii. puis par une représentation du nuage de points dans le repère(X, Y ) et une ŕegression non-paraḿetrique
afin de d́eceler unéeventuelle liaison non-lińeaire entre les variables.Attention, même si elle est forte,
une liaison non-lińeaire, par exemple de type quadratique entreX et Y , peut conduire ńeanmoins a
un coefficient de corrélation lińeaire tr̀es faible.

Dans les deux cas, en cas de problèmes, le rem̀ede consiste souventà rechercher des transformations
des variables permettant de rendre les distributions symétriques, de “banaliser” les points atypiques et de
rendre lińeaire la relation. La qualité de l’estimation d’une distribution par un histogramme dépend beau-
coup du d́ecoupage en classe. Malheureusement, plutôt que de fournir des classes d’effectifségaux et donc
de mieux ŕepartir l’impŕecision, les logiciels utilisent des classes d’amplitudeségales et tracent donc des
histogrammes parfois peu représentatifs. Ces 20 dernières anńees,̀a la suite du d́eveloppement des moyens
de calcul, sont apparues des méthodes d’estimation ditesfonctionnellesounon-paraḿetriquesqui proposent
d’estimer la distribution d’une variable ou la relation entre deux variables par une fonction construite point
par point (noyaux) ou dans une base de fonctionssplines. Ces estimations sont simplesà calculer (pour
l’ordinateur) mais ńecessitent le choix d’un paramètre dit delissage. Les d́emonstrations du caractère op-
timal de ces estimations fonctionnelles, liéeà l’optimalité du choix de la valeur du paramètre de lissage,
font appelà des outils th́eoriques plus sophistiquées sortant du cadre de ce cours (Eubank 1988, Silverman
1986).

Nous ŕesumons ci-dessous les techniques non-paramétriques, simples et efficaces dans ce genre de
situation, trop rarement enseignées dans un cours de statistique descriptive, mais déjà pŕesentes dans certains
logiciels (SAS/INSIGHT).

4.1 Estimation de la densit́e

L’estimation de la densité par la ḿethode du noyau se met sous la forme géńerale :

ĝλ(x) =
1

nλ

n∑
i=1

K

(
x− xi

λ

)
où λ est le param̀etre de lissage optimisée par une proćedure automatique qui minimise une approximation
de l’erreur quadratique moyenne intégŕee (MISE : norme dans l’espaceL2) ; K est une fonction syḿetrique,
positive, concave, appeléenoyaudont la forme pŕecise importe peu. C’est souvent la fonction densité de la
loi gaussienne :

K(t) =
1√
2π

exp(−t2/2)

qui poss̀ede de bonnes propriét́es de ŕegularit́e. Le principe consiste simplementà associer̀a chaque obser-
vation un “́elément de densité” de la forme du noyauK et à sommer tous ceśeléments. Un histogramme
est une version particulière d’estimation dans laquelle l”’élément de densité” est un “petit rectangle” dans
la classe de l’observation.

4.2 Régression non-paraḿetrique

On consid̀ere un mod̀ele de ŕegression de la forme

yi = f(xi) + εi
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où les erreurs sont centrées et la fonctionf est suppośee ŕegulìere : existence de dérivées jusqu’̀a un certain
ordre. Dans ce contexte, de nombreux estimateurs def ont ét́e propośes. Ils conduisent souventà des
résultats assez voisins, le point le plus sensibleétant le choix deλ.

Spline

Le lissage splinéelémentaire consistèa rechercher, dans l’espace des fonctions continûment diff́erentiables
et avec une d́erivée seconde de carré int́egrable, le minimum d’un critère combinant ajustement des obser-
vations et ŕegularit́e de la solution :

f̂λ = arg min
f

1
n

n∑
i=1

(yi − f(xi))2 + λ

∫ +∞

−∞
(f ′′(x))2dx.

On montre que l’on obtient une fonction polynômiale (de degŕe 3) par morceaux. La valeur optimale du
param̀etre de lissage est fixée par validation croiśee ǵeńeraliśee (GCV).

Noyau

La régression non-paraḿetrique par la ḿethode du noyau consisteà calculer une moyenne pondéŕee
autour de chaque observation. La pondération est fix́ee par une fonctionK du même type que celle utilisée
pour l’estimation de la densité.

f̂λ(x) =
n∑

i=1

K
(

x−xi

λ

)
xi∑n

j=1 K
(

x−xj

λ

) .

Loess

L’estimateur pŕećedent est susceptible de biais même dans le cas simple de points alignés. Une adapta-
tion propose de calculer, plutôt qu’une moyenne locale pondéŕee, une ŕegression lińeaire ou m̂eme quadra-
tique locale. On parle alors de lisseur polynômial local.

transformations

Dans le cas òu des probl̀emes (distribution, non-lińearit́e) ont ét́e identifíes, l’étape suivante consiste
à rechercher des transformationsélémentaires (logarithme, puissance) des variables susceptibles de les
résoudre. Ceci am̀eneà étudier les mod̀eles des exemples suivants :

Y = β0 + β1 lnX

lnY = β0 + β1X ou Y = abX avec β0 = ln a etβ1 = ln b

lnY = β0 + β1 lnX ou Y = aXβ1 avec β0 = ln a

Y = β0 + β1(1/X)
Y = β0 + β1X

1/2

Y = β0 + β1X
2 ou, plus ǵeńeralement,

Y = β0 + β1X
α

. . .

5 Influence

Le critère des moindres carrés, comme la vraisemblance appliquéeà une distribution gaussienne dou-
teuse, est tr̀es sensiblèa des observations atypiques, hors “norme” (outliers) c’est-à-dire qui pŕesentent des
valeurs trop singulìeres. L’́etude descriptive initiale permet sans doute déjà d’en reṕerer mais c’est insuffi-
sant. Un diagnostic doit̂etreétabli dans le cadre spécifique du mod̀ele recherch́e afin d’identifier les obser-
vationsinfluentesc’est-̀a-dire celles dont une faible variation du couple(xi, yi) induisent une modification
importante des caractéristiques du mod̀ele.

Ces observations repéŕees, il n’y a pas de rem̀ede universel : supprimer un valeur aberrante, corriger une
erreur de mesure, construire une estimation robuste (en normeL1), ne rien faire. . . , cela d́epend du contexte
et doitêtre ńegocíe avec le commanditaire de l’étude.
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5.1 Effet levier

Une premìere indication est donnée par l’́eloignement dexi par rapportà la moyennēx. En effet,
écrivons les pŕedicteursŷi comme combinaisons linéaires des observations (cf. exo 3) :

ŷi = b0 + b1xi =
n∑

j=1

hijyj avec hij =
1
n

+
(xi − x̄)(xj − x̄)∑n

j=1(xj − x̄)2
;

en notantH la matrice (hat matrix) deshij ceci s’exprime encore matriciellement :

ŷ = Hy.

Les éléments diagonauxhii de cette matrice mesurent ainsi l’impact ou l’importance du rôle que joueyi

dans l’estimation dêyi.

5.2 Résidus

Diff érents types de résidus sont d́efinis afin d’affiner leurs propriét́es.

Résidus : ei = yi − ŷi

Résidusi : e(i)i = yi − ŷ(i)i = ei

1−hii

où ŷ(i)i est la pŕevision deyi calcuĺee sans laième observation(xi, yi). On note

PRESS=
n∑

i=1

e2
(i)i (predicted residual sum of squares)

la somme des carrés de ces ŕesidus.

Résidus standardiśes : Même si l’hypoth̀ese d’homosćedasticit́e est v́erifiée, ceux-ci n’ont pas la m̂eme
variance :E(ei) = 0 et Var(ei) = σ2

u(1 − hii). Il est donc d’usage d’en calculer des versions
standardiśeesafin de les rendre comparables :

ri =
ei

s
√

1− hii

.

Résidus studentiśes : La standardisation (“interne”) dépend deei dans le calcul des estimation de Var(ei).
Une estimation non biaisée de cette variance est basée sur

s2
(i) =

[
(n− 2)s2 − e2

i

1− hii

]
/(n− 3)

qui ne tient pas compte de laième observation. On définit alors les ŕesidusstudentiśespar :

ti =
ei

s(i)

√
1− hii

.

Sous hypoth̀ese de normalité, on montre que ces résidus suivent une loi de Studentà (n − 3) degŕes
de libert́e.

Il est ainsi possible de construire un test afin tester la présence d’uneobservation atypique ou de plusieurs
en utilisant l’ińegalit́e de Bonferroni. Plus concrètement, en pratique, les résidus studentisés sont comparés
aux bornes±2.

5.3 Diagnostics

Les deux crit̀eres pŕećedents contribuent̀a d́eceler des observations potentièlement influentes par leur
éloignement̀a x̄ ou la taille des ŕesidus. Ces informations sont synthétiśees dans des critèresévaluant
directement l’influence d’une observation sur certains paramètres : les pŕedictionsŷi, les param̀etresb0, b1,
le déterminant de la matrice de covariance des estimateurs. Tous ces indicateurs proposent de comparer un
param̀etre estiḿe sans laième observation et ce même param̀etre estiḿe avec toutes les observations.
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Le plus couramment utiliśe est la distance de Cook :

Di =

∑n
j=1(ŷ(i)j − ŷj)2

2s2
=

hii

2(1− hii)
r2
i pour i = 1, . . . , n

qui mesure donc l’influence d’une observation sur l’ensemble des prévisions en prenant en compte effet
levier et importance des résidus.

La strat́egie de d́etection consiste le plus souventà reṕerer les points atypiques en comparant les dis-
tances de Cook avec la valeur1 puisà expliquer cette influence en considérant, pour ces observations, leur
résidu ainsi que leur effet levier.

6 Graphe des ŕesidus

Le nuage des points(xi, yi) assorti d’un lissage permet de détecter unéeventuelle relation non-lińeaire
entre les variables. D’autres hypothèses doivent̂etre valid́ees :

• l’homosćedasticit́e par un graphique des résidus studentisés ou non :(xi, ti) afin de reṕerer des formes
suspectes de ce nuage qui devrait se répartir uniforḿement de part et d’autre de l’axe des abscisses,

• éventuellement la normalité des ŕesidus eńetudiant leur distribution,
• l’autocorŕelation des ŕesidus dans le cas, par exemple, où la variable explicative est le temps.

Une transformation des variables ou une modélisation sṕecifiqueà une śerie chronologique (SARIMA)
permet, dans les situations favorables, de résoudre les difficult́esévoqúees.

7 Exemple
Pour 47 immeubles d’appartements locatifs d’une grande ville américaine, les donńees (Jobson, 1991)

fournissent le “revenu net” en fonction du “nombre d’appartements”. Les tableaux ci-dessous sont des
extraits des ŕesultats fournis par la procédurereg du module SAS/STAT. Cette procédure ǵeǹere beaucoup
d’autres ŕesultats comme les matricesX′X (crossproducts),X′DX (model crossproducts) et son inverse,
matrices des variances et corrélations des estimateurs.

proc reg data=sasuser.suitinco all;
model revenu=nbappart /dw Influence cli clm;
output out=hubout h=lev p=pred r=res student=resstu ;
run;

Descriptive Statistics
Variables Sum Mean Uncorrected SS Variance Std Deviation
INTERCEP 47 1 47 0 0
NBAPPART 1942 41.319148936 157970 1689.7437558 41.106492866
REVENU 4336086 92257.148936 947699637616 11905754472 109113.49354
Correlation : 0.8856

Analysis of Variance
Sum of Mean

Source DF Squares Square F Value Prob>F
(1)

Model 1 429511948724 (2) 429511948724 (5) 163.585 (7) 0.0001 (8)
Error 45 118152756990 (3) 2625616822 (6)
C Total 46 547664705714 (4)

Root MSE 51240.77304 (9) R-square 0.7843 (12)
Dep Mean 92257.14894 (10) Adj R-sq 0.7795
C.V. 55.54125 (11)
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(1) degŕes de libert́e de la loi de Fisher du test global (H0 : β1 = 0)
(2) SSR
(3) SSE ou d́eviance
(4) SST=SSE+SSR
(5) SSR/DF
(6) s2 =MSE=SSE/DF est l’estimation deσ2

u

(7) StatistiqueF du test de Fisher du modèle global
(8) P (fp;n−p−1 > F ) ; H0 est rejet́ee au niveauα si P < α
(9) s =racine de MSE
(10) moyenne empirique de la variableà expliqúee
(11) Coefficient de variation100× (9)/(10) sanśechelle ni dimension
(12) Coefficient de d́eterminationR2 ou carŕe du coefficient de corrélation.

Parameter Estimates
Parameter Standard T for H0:

Variable DF Estimate Error Parameter=0 Prob > |T|
(1) (2) (3) (4)

INTERCEP 1 -4872.015285 10655.276212 -0.457 0.6497
NBAPPART 1 2350.705828 183.79188506 12.790 0.0001

(1) estimations des paramètres(bj)
(2) écarts-types de ces estimations(sbj )
(3) statistiqueT du test de Student deH0 : bj = 0 ((bj − 0)/sbj )
(4) P (tn−p−1 > T ) ; H0 est rejet́ee au niveauα si P < α

Connaissant les fractiles de la loi de Student :t0,975;45 = 2, 015, on construit facilement des intervalles
de confiance des estimateurs, ici au niveau 5% :[bj − t0,975;n−2sbj ; bj + t0,975;n−2sbj ].

Dep Var Predict Std Err Lower95 Upper95 Lower95 Upper95 Std Err Student
Obs REVENU Value Predict Mean Mean Predict Predict Resid. Resid. Resid.

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
1 119202 131469 8078.5 115198 147740 26989.9 235948 -12266.9 50599.9 -0.242

...
23 345608 239601 13732. 211943 267260 132755 346448 106007 49366.3 2.147
24 350633 324227 19616. 284717 363736 213718 434735 26406.2 47337.2 0.558
25 226375 98559. 7490.4 83472. 113646 -5742.0 202860 127816 50690.3 2.522
26 247203 178483 10065. 158210 198756 73306.5 283660 68720.0 50242.4 1.368
27 28519. 157327 9041.4 139116 175537 52528.2 262125 -128808 50436.7 -2.55
28 154278 347734 21327. 304779 390689 235947 459521 -193456 46591.4 -4.15
29 157332 140872 8385.2 123983 157760 36294.8 245449 16460.3 50550.0 0.326
30 171305 197289 11104. 174924 219653 91689.0 302888 -25983.7 50023.1 -0.52
...

Cook’s Hat Diag Cov INTERCEP NBAPPART
Obs -2-1-0 1 2 D Rstudent H Ratio Dffits Dfbetas Dfbetas

(11) (12) (13) (14) (15) (15) (15) (15)
1 | | | 0.001 -0.2399 0.0249 1.0698 -0.0383 -0.0145 -0.0145

...
23 | |**** | 0.178 2.2413 0.0718 0.9078 0.6235 -0.1347 0.5230
24 | |* | 0.027 0.5535 0.1466 1.2087 0.2294 -0.0898 0.2121
25 | |***** | 0.069 2.6906 0.0214 0.7881 0.3976 0.2597 0.0262
26 | |** | 0.038 1.3815 0.0386 0.9994 0.2768 0.0120 0.1854
27 | *****| | 0.105 -2.7310 0.0311 0.7893 -0.4896 -0.0876 -0.2755
28 |******| | 1.806 -5.2275 0.1732 0.4814 -2.3929 1.0090 -2.2411
29 | | | 0.001 0.3224 0.0268 1.0697 0.0535 0.0162 0.0242
30 | *| | 0.007 -0.5152 0.0470 1.0844 -0.1144 0.0063 -0.0846
...
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FIG. 1.1 – Graphe des résidus et nuage de points de la régression du revenu en fonction du nombre d’ap-
partements.

(1) variableà expliqueryi

(2) valeur ajust́eeŷi

(3) écart-type de cette estimationsŷi

(4)et (5) Intervalle de confiance pour l’estimation deE(yi)
(6) et (7) Intervalle de confiance pour l’estimation deyi

(8) résidus calcuĺesei = yi − ŷi

(9) écarts-types de ces estimations
(10) ŕesidus standardisés (ou studentiśes internes)ri

(11) reṕerage graphique des résidus standardisés :∗ = 0.5.
(12) Distance de Cook
(13) ŕesidus studentisés (externes)ti
(14) Termes diagonaux de la matrice chapeauH
(15) autres indicateurs d’influence

Les observations 28 et 16 seraientà inspecter avec attention. Certaines, dont la 28, présentent une valeur
observ́ee hors de l’intervalle de prédiction.

Le graphique des résidus sont pŕesent́es dans la figure1.1. Il montre clairement que l’hypothèse d’ho-
mosćedasticit́e n’est pas satisfaite. Une autre modélisation faisant intervenir une transformation des va-
riables serait ńecessaire. Ainsi la modélisation du logarithme du revenu en fonction du logarithme du
nombre d’appartements représent́ee par la figure1.2 est nettement plus satisfaisante. Uneétude descrip-
tive pŕealable des distributions aurait permis de conduireà ce choix.

8 Exercices

Exo 1

Optimiser les moindres carrés de la section 2 pour retrouver les estimations des paramètres du mod̀ele
de ŕegression simple.

Exo 2

Avec les notations préćedentes relatives̀a la ŕegression lińeaire simple deY surX à partir des observa-
tions(xi, yi), montrer que

i. le coefficient de corŕelationr2 =SSR/SST,

ii. SST= SSE+ SSR,
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FIG. 1.2 – Graphe des résidus et nuage de points de la régression (lińeaire et non paraḿetrique) du loga-
rithme du revenu en fonction du logarithme du nombre d’appartements.

iii. s2 = n−1
n−2s2

y(1− r2).

Exo 3

on consid̀ere la ŕegression lińeaire simple deY surX à partir des observations(xi, yi).

i. Montrer queŷi se met sous la forme

ŷi =
n∑

j=1

hijyj avec hij =
1
n

+
(xi − x̄)(xj − x̄)∑n

i=1(xi − x̄)2
.

ii. PosonsX = [1x] la matrice(n×2) contenant une colonne de 1 et le vecteur colonne desxi. Calculer
X′X, (X′X)−1 et la matriceH de projection orthogonale dans IRn sur le sous-espace engendré par
les colonnes deX.

iii. Calculer le terme ǵeńeral de cette matriceH, en d́eduire que le vecteur̂y est obtenu par projection
parH dey.

iv. Calculer la covariance deŝyi.

Exo 4

Dans le cadre de la régression simple, on considère les quantit́esx̄, ȳ, s2
x, s2

y, sxy ainsi que celles̄x(i), ȳ(i), s
2
x(i), s

2
y(i), sxy(i),

calcuĺees sans laième observation.

i. Montrer que

s2
x =

n− 2
n− 1

s2
x(i) +

1
n

(x̄(i) − xi)2

sxy =
n− 2
n− 1

sxy(i) +
1
n

(x̄(i) − xi)(ȳ(i) − yi).

ii. En d́eduire les expressions desxy(i) ets2
x(i) en fonction dēx, ȳ, s2

x, s2
y, sxy.



Chapitre 2

Régression lińeaire multiple

Le mod̀ele de ŕegression lińeaire multiple est l’outil statistique le plus habituellement mis en œuvre pour
l’ étude de donńees multidimensionnelles. Cas particulier de modèle linéaire, il constitue la ǵeńeralisation
naturelle de la ŕegression simple.

1 Modèle

Une variable quantitativeY dite à expliquer(ou encore, ŕeponse, exog̀ene, d́ependante) est mise en
relation avecp variables quantitativesX1, . . . , Xp ditesexplicatives(ou encore de contrôle, endog̀enes,
indépendantes, régresseurs).

Les donńees sont supposées provenir de l’observation d’unéchantillon statistique de taillen (n > p+1)
de IR(p+1) :

(x1
i , . . . , x

j
i , . . . , x

p
i , yi) i = 1, . . . , n.

L’ écriture dumod̀ele linéaire dans cette situation conduità supposer que l’espérance deY appartient
au sous-espace de IRn engendŕe par{1, X1, . . . , Xp} où 1 désigne le vecteur de IRn constitúe de “1” .
C’est-̀a-dire que les(p + 1) variables aĺeatoires v́erifient :

yi = β0 + β1x
1
i + β2x

2
i + · · ·+ βpx

p
i + ui i = 1, 2, . . . , n

avec les hypoth̀eses suivantes :

i. Lesui sont des termes d’erreur, d’une variableU , non observ́es, ind́ependants et identiquement dis-
tribués ;E(ui) = 0, V ar(U) = σ2

uI.
ii. Les termesxj sont suppośes d́eterministes (facteurs contrôlés)ou bien l’erreur U est ind́ependante

de la distribution conjointe deX1, . . . , Xp. Onécrit dans ce dernier cas que :

E(Y |X1, . . . , Xp) = β0 + β1X
1 + β2X

2 + · · ·+ βpX
p etV ar(Y |X1, . . . , Xp) = σ2

u.

iii. Les param̀etres inconnusβ0, . . . , βp sont suppośes constants.

iv. En option, pour l’́etude sṕecifique des lois des estimateurs, une quatrième hypoth̀ese consid̀ere la
normalit́e de la variable d’erreurU (N (0, σ2

uI)). Lesui sont alors i.i.d. de loiN (0, σ2
u).

Les donńees sont ranǵees dans une matriceX(n × (p + 1)) de terme ǵeńeral xj
i , dont la premìere

colonne contient le vecteur1 (xi
0 = 1), et dans un vecteurY de terme ǵeńeralyi. En notant les vecteurs

u = [u1 · · ·up]′ etβ = [β0β1 · · ·βp]′, le mod̀ele s’́ecrit matriciellement :

y = Xβ + u.

2 Estimation

Conditionnellement̀a la connaissance des valeurs desXj , les param̀etres inconnus du modèle : le vec-
teurβ et σ2

u (param̀etre de nuisance), sont estimés par minimisation du critère des moindres carrés (M.C.)
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20 Chapitre 2. Régression lińeaire multiple

ou encore, en supposant (iv), par maximisation de la vraisemblance (M.V.). Les estimateurs ont alors les
mêmes expressions, l’hypothèse de normalité et l’utilisation de la vraisemblance conférantà ces derniers
des propríet́es compĺementaires.

2.1 Estimation par M.C.

L’expressioǹa minimiser surβ ∈ IRp+1 s’écrit :
n∑

i=1

(yi − β0 − β1x
1
i − β2x

2
i − · · · − βpx

p
i )

2 = ‖y −Xβ‖2

= (y −Xβ)′(y −Xβ)
= y′y − 2β′X′y + β′X′Xβ.

Par d́erivation matricielle de la dernièreéquation on obtient les“ équations normales”:

X′y −X′Xβ = 0

dont la solution correspond bienà un minimum car la matrice hessienne2X′X est semi d́efinie-positive.

Nous faisons l’hypoth̀ese suppĺementaire que la matriceX′X est inversible, c’est-à-dire que la matrice
X est de rang(p + 1) et donc qu’il n’existe pas de colinéarit́e entre ses colonnes. En pratique, si cette
hypoth̀ese n’est pas v́erifiée, il suffit de supprimer des colonnes deX et donc des variables du modèle. Des
diagnostics de colińearit́e et des aides au choix des variables seront explicités plus loin.

Alors, l’estimation des param̀etresβj est donńee par :

b = (X′X)−1X′y

et les valeurs ajustées (ou estiḿees, pŕedites) dey ont pour expression :

ŷ = Xb = X(X′X)−1X′y = Hy

où H = X(X′X)−1X′ est appeĺee “hat matrix” ; elle met un chapeaùa y. Géoḿetriquement, c’est la
matrice de projection orthogonale dans IRn sur le sous-espace Vect(X) engendŕe par les vecteurs colonnes
deX.

On note
e = y − ŷ = y −Xb = (I−H)y

le vecteur des résidus ; c’est la projection dey sur le sous-espace orthogonal de Vect(X) dans IRn.

2.2 Propriétés

Les estimateurs des M.C.b0, b1, . . . , bp sont des estimateurs sans biais :E(b) = β, et, parmi les estima-
teurs sans biais fonctions linéaires desyi, ils sont de variance minimum (propriét́e de Gauss-Markov) ; ils
sont donc “BLUE” :best linear unbiaised estimators. Sous hypoth̀ese de normalité, les estimateurs du M.V.,
qui cöıncident avec ceux des moindres carrés, sont uniforḿement meilleurs ; ils sont efficaces c’est-à-dire
que leur matrice de covariance atteint la borne inférieure de Cramer-Rao.

On montre que la matrice de covariance des estimateurs se met sous la forme

E[(b− β)(b− β)′] = σ2
u(X′X)−1,

celle des pŕedicteurs est
E[(ŷ −Xβ)(ŷ −Xβ)′] = σ2

uH

et celle des estimateurs des résidus est

E[(e− u)((e− u))′] = σ2
u(I−H)

tandis qu’un estimateur sans biais deσ2
u est fourni par :

s2 =
‖e‖2

n− p− 1
=
‖y −Xβ‖2

n− p− 1
=

SSE
n− p− 1

.

Ainsi, les termess2hi
i sont des estimations des variances des prédicteurŝyi.
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2.3 Sommes des carŕes

SSE est la somme des carrés des ŕesidus (sum of squared errors),

SSE= ‖y − ŷ‖2 = ‖e‖2
.

On d́efinit également la somme totale des carrés (total sum of squares) par

SST= ‖y − y1‖2 = y′y − ny2

et la somme des carrés de la ŕegression (regression sum of squares) par

SSR= ‖ŷ − y1‖2 = ŷ′ŷ − ny2 = y′Hy − ny2 = b′X′y − ny2.

On vérifie alors : SST= SSR+ SSE.

2.4 Coefficient de d́etermination

On appellecoefficient de d́eterminationle rapport

R2 =
SSR
SST

qui est donc la part de variation deY expliqúee par le mod̀ele de ŕegression. Ǵeoḿetriquement, c’est un
rapport de carŕes de longueur de deux vecteurs. C’est donc le cosinus carré de l’angle entre ces vecteurs :y
et sa projection̂y sur Vect(X).

Attention, dans le cas extrême òu n = (p + 1), c’est-̀a-dire si le nombre de variables explicatives est
grand comparativement au nombre d’observations,R2 = 1. Ou encore, il est ǵeoḿetriquement facile de
voir que l’ajout de variables explicatives ne peut que faire croı̂tre le coefficient de d́etermination.

La quantit́e R est appeĺeecoefficient de corŕelation multipleentreY et les variables explicatives, c’est
le coefficient de corŕelation usuel entrey et sa pŕediction (ou projection)̂y.

3 Inf érences dans le cas gaussien

En principe, l’hypoth̀ese optionnelle (iv) de normalité des erreurs est nécessaire pour cette section. En
pratique, des ŕesultats asymptotiques, donc valides pour de grandséchantillons, ainsi que deśetudes de
simulation, montrent que cette hypothèse n’est pas celle dont la violation est la plus pénalisante pour la
fiabilité des mod̀eles.

3.1 Inférence sur les coefficients

Pour chaque coefficientβj on montre que la statistique

bj − βj

σbj

où σ2
bj

, variance debj est lejième terme diagonal de la matrices2(X′X)−1, suit une loi de Student̀a
(n− p− 1) degŕes de libert́e. Cette statistique est donc utilisée pour tester une hypothèseH0 : βj = a ou
pour construire un intervalle de confiance de niveau100(1− α)% :

bj ± tα/2;(n−p−1)σbj
.

Attention, cette statistique concerne un coefficient et ne permet pas d’inférer conjointement (cf.§3.4)
sur d’autres coefficients car ils sont corrélés entre eux ; de plus elle dépend des absences ou présences des
autres variablesXk dans le mod̀ele. Par exemple, dans le cas particulier de deux variablesX1 et X2 très
corŕelées, chaque variable, en l’absence de l’autre, peut apparaı̂tre avec un coefficient significativement
diff érent de 0 ; mais, si les deux sont présentes dans le modèle, elles peuvent chacune apparaı̂tre avec des
coefficients insignifiants.
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De façon plus ǵeńerale, sic désigne un vecteur non nul de(p + 1) constantes ŕeelles, il est possible
de tester la valeur d’une combinaison linéairec′b des param̀etres en consid́erant l’hypoth̀ese nulleH0 :
c′b = a ; a connu. SousH0, la statistique

c′b− a

(s2c′(X′X)−1c)1/2

suit une loi de Student̀a (n− p− 1) degŕes de libert́e.

3.2 Inférence sur le mod̀ele

Le mod̀ele peutêtre test́e globalement. Sous l’hypothèse nulleH0 : β1 = β2 = . . . = βp = 0, la
statistique

SSR/p

SSE/(n− p− 1)
=

MSR
MSE

suit une loi de Fisher avecp et (n − p − 1) degŕes de libert́e. Les ŕesultats sont habituellement présent́es
dans un tableau“d’analyse de la variance”sous la forme suivante :

Source de
variation d.d.l.

Somme
des
carrés

Variance F

Régression p SSR MSR=SSR/p MSR/MSE
Erreur n− p− 1 SSE MSE=SSE/(n− p− 1)
Total n− 1 SST

3.3 Inférence sur un mod̀ele réduit

Le test pŕećedent am̀eneà rejeterH0 dès que l’une des variablesXj est líeeàY . Il est donc d’un int́er̂et
limit é. Il est souvent plus utile de tester un modèle ŕeduit c’est-̀a-dire dans lequel certains coefficients
sont nuls (̀a l’exception du terme constant) contre le modèle complet avec toutes les variables. En ayant
éventuellement réordonńe les variables, on considère l’hypoth̀ese nulleH0 : β1 = β2 = . . . = βq =
0, q < p.

Notons respectivement SSRq, SSEq, R2
q les sommes de carrés et le coefficient de détermination du

mod̀ele ŕeduità (p− q) variables. SousH0, la statistique

(SSR− SSRq)/q

SSE/(n− p− 1)
=

(R2 −R2
q)/q

(1−R2)/(n− p− 1)

suit une loi de Fisher̀a q et (n− p− 1) degŕes de libert́e.

Dans le cas particulier où q = 1 (βj = 0), la F -statistique est alors le carré de lat-statistique de
l’inf érence sur un param̀etre et conduit donc au m̂eme test.

3.4 Ellipsöıde de confiance

Les estimateurs des coefficientsβj étant corŕelés, la recherche d’une région de confiance de niveau
100(1− α)% pour tous les coefficients conduità consid́erer l’ellipsöıde d́ecrit par

(b− β)′X′X(b− β) ≤ (p + 1)s2Fα;p+1,(n−p−1).

Plus ǵeńeralement, un ellipsoı̈de de confiance conjointà q combinaisons lińeairesTβ est donńe par

(Tb−Tβ)′[T(X′X)−1T′]−1(Tb−Tβ) ≤ qs2Fα;q,(n−p−1)

où T(q × (p + 1)) est une matrice de rangq de constantes fix́ees.

En application,́etant donńes une matriceT et un vecteura, un test de l’hypoth̀eseH0 : Tβ = a est
obtenu en consid́erant la statistique

(Tb− a)′[T(X′X)−1T′]−1(Tb− a)/qs2

qui suit sousH0 une loi de Fisher̀a q et (n− p− 1) degŕes de libert́e.
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3.5 Prévision

Connaissant les valeurs des variablesXj pour une nouvelle observation :x′0 = [x1
0, x

2
0, . . . , x

p
0] appar-

tenant au domaine dans lequel l’hypothèse de lińearit́e reste valide, une prévision, not́eeŷ0 deY ouE(Y )
est donńee par :

ŷ0 = b0 + b1x
1
0 + · · ·+ bpx

p
0.

Les intervalles de confiance des prévisions deY et E(Y ), pourunevaleurx0 ∈ IRp et en posantv0 =
(1|bmx′0)

′ ∈ IRp+1, sont respectivement

ŷ0 ± tα/2;(n−p−1)s(1 + v′0(X
′X)−1v0)1/2,

ŷ0 ± tα/2;(n−p−1)s(v′0(X
′X)−1v0)1/2.

Enfin, un intervalle de confiance de niveau100(1−α)% recouvrant globalement la surface de régression
est donńe par

ŷ0 ± [(p + 1)Fα;(p+1),(n−p−1)]1/2s(v′0(X
′X)−1v0)1/2.

Il peut être utiliśe pour d́efinir un intervalle conjoint̀a plusieurs pŕedictions.

4 Śelection de variables, choix de mod̀ele

De façon un peu schématique, on peut associer la pratique de la modélisation statistiquèa trois objectifs
qui peuvent́eventuellement̂etre poursuivis en complémentarit́e.

Descriptif : Il vise à rechercher de façon exploratoire les liaisons entreY et d’autres variables, potentiel-
lement explicatives,Xj qui peuvent̂etre nombreuses afin, par exemple d’en sélectionner un sous-
ensemble.̀A cette strat́egie,à laquelle peuvent contribuer des Analyses en Composantes Principales,
correspond des algorithmes de recherche (pasà pas) moins performants maiséconomiques en temps
de calcul sip est grand.

Attention, si n est petit, et la recherche suffisamment longue avec beaucoup de variables explicatives,
il sera toujours possible de trouver un “bon” modèle expliquanty ; c’est l’effet data miningdans les
mod̀eleséconoḿetriques.

Explicatif : Le deuxìeme objectif est sous-tendu par une connaissancea priori du domaine concerné et
dont des ŕesultats th́eoriques peuvent vouloir̂etre confirḿes, infirḿes ou pŕeciśes par l’estimation
des param̀etres. Dans ce cas, les résultats inf́erentiels pŕećedents permettent de construirele bon test
conduisant̀a la prise de d́ecision recherch́ee. Utiliśees hors de ce contexte, les statistiques de test
n’ont plus alors qu’une valeur indicative au même titre que d’autres critères plus empiriques.

Prédictif : Dans le troisìeme cas, l’accent est mis sur la qualité des estimateurs et des prédicteurs qui
doivent, par exemple, minimiser une erreur quadratique moyenne. Ceci conduità rechercher des
mod̀elesparcimonieuxc’est-̀a-dire avec un nombre volontairement restreint de variables explicatives.
Le “meilleur” mod̀ele ainsi obtenu peut donner des estimateurs lég̀erement biaiśes au profit d’un
compromis pour une variance plus faible. Un bon modèle n’est donc plus celui qui explique le mieux
les donńees au sens d’une déviance (SSE) minimale (ou d’unR2 max) au prix d’un nombre important
de variables pouvant introduire des colinéarit́es. Le bon mod̀ele est celui qui conduit aux prédictions
les plus fiables.

4.1 Critères

De nombreux crit̀eres de choix de modèle sont pŕesent́es dans la litt́erature sur la ŕegression lińeaire mul-
tiple. Citons le crit̀ere d’information d’Akäıke (AIC ), celui baýesien de Sawa (BIC ), l’erreur quadratique
moyenne de prédiction (cas gaussien). . . . Ils sontéquivalents lorsque le nombre de variablesà śelectionner,
ou niveau du mod̀ele, est fix́e. Le choix du crit̀ere est d́eterminant lorsqu’il s’agit de comparer des modèles
de niveaux diff́erents. Certains critères se ram̀enent, dans le cas gaussien,à l’utilisation d’une expression
pénaliśee de la fonction de vraisemblance afin de favoriser des modèles parcimonieux. En pratique, les plus
utilisés ou ceux ǵeńeralement fournis par les logiciels sont les suivants.
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Statistique duF de Fisher

Ce crit̀ere, justifíe dans le cas explicatif est aussi utilisé à titre indicatif pour comparer des séquences de
mod̀eles embôıtés. La statistique partielle de Fisher est

(SSR− SSRq)/q

SSE/(n− p− 1)
=

(R2 −R2
q)

(1−R2)
n− p− 1

q

dans laquelle l’indiceq désigne les expressions concernant le modèle ŕeduit avec(p− q) variables explica-
tives. On consid̀ere alors que si l’accroissement(R2 −R2

q) est suffisamment grand :

R2 −R2
q >

q(1−R2)
(n− p− 1)

Fα;q,(n−p−1),

l’ajout desq variables au mod̀ele est justifíe.

R2 etR2 ajust́e

Le coefficient de d́eterminationR2 = 1−SSE/SST, directement lié à la d́eviance (SSE) est aussi un
indice de qualit́e mais qui a la propriét́e d’être monotone croissant en fonction du nombre de variables. Il
ne peut donc servir qu’à comparer deux modèles de m̂eme niveau c’est-à-dire avec le m̂eme nombre de
variables.

En revanche, leR2 ajust́e :

R′2 = 1− n− 1
n− p− 1

(1−R2) = 1− SSE/(n− p− 1)
SST/(n− 1)

.

dans lequel le rapport SSE/SST est remplacé par un rapport des estimations sans biais des quantitésσ2
u et

σ2
y introduit une ṕenalisation líee au nombre de paramètresà estimer.

Ce coefficient s’exprime encore par

1− (n− 1)MSE
SST

ainsi dans la comparaison de deux modèles partageant la m̂eme SST, on observe queR′2 > R′2
j si et seule-

ment si MSE<MSEj ; MSE et MSEj désignant respectivement l’erreur quadratique moyenne du modèle
complet et celle d’un mod̀ele à j variables explicatives. Maximiser leR2 ajust́e revient donc̀a minimiser
l’erreur quadratique moyenne.

Cp de Mallows

Une erreur quadratique moyenne s’écrit comme la somme d’une variance et du carré d’un biais. L’erreur
quadratique moyenne de prédiction śecrit ainsi :

MSE(ŷi) = Var(ŷi) + [Biais(ŷi)]2

puis apr̀es sommation et réduction :

1
σ2

u

n∑
i=1

MSE(ŷi) =
1
σ2

u

n∑
i=1

Var(ŷi) +
1
σ2

u

n∑
i=1

[Biais(ŷi)]2.

En supposant que les estimations du modèle complet sont sans biais et en utilisant des estimateurs de
V ar(ŷi) et σ2

u, l’expression de l’erreur quadratique moyenne totale standardisée (ou ŕeduite) pour un
mod̀eleà q variables explicatives s’écrit :

Cp = (n− q − 1)
MSEq

MSE
− [n− 2(q + 1)]

et d́efinit la valeur duCp de Mallow pour lesq variables consid́eŕees. Il est alors d’usage de rechercher un
mod̀ele qui minimise leCp tout en fournissant une valeur inférieure et proche de(q + 1). Ceci revient̀a
consid́erer que le “vrai” mod̀ele complet est moins fiable qu’un modèle ŕeduit donc biaiśe mais d’estimation
plus pŕecise.
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PRESS de Allen

On d́esigne par̂y(i) la pŕediction deyi calcuĺee sans tenir compte de laième observation(yi, x
1
i , . . . , x

p
i ),

la somme des erreurs quadratiques de prédiction (PRESS) est définie par

PRESS=
n∑

i=1

(yi − ŷ(i))2

et permet de comparer les capacités pŕedictives de deux modèles.

4.2 Algorithmes de śelection

Lorsquep est grand, il n’est pas raisonnable de penser explorer les2p mod̀eles possibles afin de
sélectionner le “meilleur” au sens de l’un des critères ci-dessus. Différentes stratégies sont donc proposées
qui doiventêtre choisies en fonction de l’objectif recherché et des moyens de calcul disponibles ! Trois
types d’algorithmes sont résuḿes ci-dessous par ordre croissant de temps de calcul nécessaire c’est-à-dire
par nombre croissant de modèles consid́eŕes parmi les2p et donc par capacité croissante d’optimalité. On
donne pour chaque algorithme l’optionselection à utiliser dans la proćedureREGde SAS.

Pasà pas

Sélection (forward ) À chaque pas, une variable est ajoutée au mod̀ele. C’est celle dont la valeurp (“prob
value”)assocíeeà la statistique partielle du test de Fisher qui compare les deux modèles est minimum.
La proćedure s’arr̂ete lorsque toutes les variables sont introduites ou lorsquep reste plus grande
qu’une valeur seuil fix́ee par d́efautà0, 50.

Élimination (backward ) L’algorithme d́emarre cette fois du modèle complet.̀A chaquéetape, la variable
assocíeeà la plus grande valeurp estéliminée du mod̀ele. La proćedure s’arr̂ete lorsque les variables
restant dans le modèle ont des valeursp plus petites qu’un seuil fix́e par d́efautà0, 10.

Mixte (stepwise ) Cet algorithme introduit unéetape d’́elimination de variable après chaquéetape de
sélection afin de retirer du modèle d’́eventuels variables qui seraient devenues moins indispensables
du fait de la pŕesence de celles nouvellement introduites.

Par échange

Maximisation de R2 (maxr ) Cet algorithme tente de trouver le meilleur modèle pour chaque niveau c’est-
à-dire pour chaque nombre de variables explicatives.À chaque niveau il commence par sélectionner
une variable complémentaire qui rend l’accroissement deR2 maximum. Puis il regarde tous les
échanges possibles entre une variable présente dans le modèle et une ext́erieure et ex́ecute celui
qui fournit l’accroissement maximum ; ceci est itéŕe tant que leR2 croit.

Minimisation de R2 (minr ) Il s’agit du même algorithme que le préćedent sauf que la procédure d’́echange
fait appel au couple de variables associé au plus petit accroissement duR2. L’objectif est ainsi d’ex-
plorer plus de mod̀eles que dans le cas préćedent et donc,́eventuellement, de tomber sur un meilleur
optimum.

Remarque Pour tous ces algorithmes de sélection ou d’́echange, il est important de compléter les com-
paraisons des différentes solutions retenuesà l’aide de crit̀eres globaux (Cp ou PRESS).

Global

L’algorithme de Furnival et Wilson est utilisé pour comparer tous les modèles possibles en cherchantà
optimiser l’un des crit̀eres :R2, R2 ajust́e, ouCp de Mallow (rsquare, adjrsq, cp ) choisi par l’uti-
lisateur. Par souci d’économie, cet algorithméevite de consid́erer des mod̀eles de certaines sous-branches de
l’arborescence dont on peut savoir a priori qu’ils ne sont pas compétitifs. En ǵeńeral les logiciels ex́ecutant
cet algorithme affichent le (best=1 ) ou les meilleurs mod̀eles de chaque niveau.
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5 Multi-colin éarité

L’estimation des param̀etres ainsi que celle de leurécart-type (standard error) nécessite le calcul expli-
cite de la matrice(X′X)−1. Dans le cas ditmal conditionńe où le d́eterminant de la matriceX′X n’est
que ĺeg̀erement diff́erent de0, les ŕesultats conduiront̀a des estimateurs de variances importantes et même,
éventuellement,̀a des probl̀emes de pŕecision nuḿerique. Il s’agit donc de diagnostiquer ces situations
critiques puis d’y reḿedier. Dans les cas descriptif ou prédictif on supprime des variablesà l’aide des
proćedures de choix de modèle mais, pour un objectif explicatif nécessitant toutes les variables, d’autres
solutions doivent̂etre envisaǵees : algorithme de résolution deśequations normales par transformations
orthogonales (proćedureorthoreg de SAS) sans calcul explicite de l’inverse pour limiter les problèmes
numériques, ŕegression biaiśee (ridge), ŕegression sur composantes principales.

5.1 Diagnostics

NotonsX̃ la matrice des donńees observ́ees, c’est-̀a-direX privée de la première colonne1 et dont
on a retranch́e à chaque ligne le vecteur moyenx = 1/n

∑n
i=1 xi, S la matrice diagonale contenant les

écarts-types empiriques des variablesXj et enfinR la matrice des corrélations :

R =
1

(n− 1)
S−1X̃′X̃S−1.

Facteur d’inflation de la variance (VIF)

Avec ces notations, la matrice de covariance des estimateurs des coefficients(β1, . . . , βp) s’écrit :

σ2
u

n− 1
(X̃′X̃)−1 =

σ2
u

n− 1
SR−1S.

On montre alors que chaqueélément diagonal s’exprime comme

Vj =
1

1−R2
j

où R2
j désigne le coefficient de détermination de la régression de la variableXj sur les autres variables ;

Rj est alors un coefficient de corrélation multiple, c’est le cosinus de l’angle dans IRn entreXj et le sous-
espace vectoriel engendré par les variables{X1, . . . , Xj−1, Xj+1, . . . , Xp}. PlusXj est “linéairement”
proche de ces variables et plusRj est proche de 1 et donc plus la variance de l’estimateur deβj estélev́ee ;
Vj est appeĺe facteur d’inflation de la variance(VIF). Évidemment, cette variance est minimum lorsqueXj

est orthogonal au sous-espace engendré par les autres variables.

Le simple examen de la matriceR permet de relever des corrélations dangereuses de variables deuxà
deux mais est insuffisant pour détecter des corrélations plus complexes ou multi-colinéarit́es. C’est donc
l’inverse de cette matrice qu’il faut considérer en calculant lesVj ou encore les valeurs(1 − R2

j ) qui sont
appeĺeestolérances.

Conditionnement

On noteλ1, . . . , λp les valeurs propres de la matriceR ranǵees par ordre d́ecroissant. Le d́eterminant
deR estégal au produit des valeurs propres. Ainsi, des problèmes nuḿeriques, ou de variances excessives
apparaissent d̀es que les dernières valeurs propres sont relativement trop petites.

On appelleindice de conditionnementle rapport

κ = λ1/λp

de la plus grande sur la plus petite valeur propre.

En pratique, siκ < 100 on consid̀ere qu’il n’y a pas de problème. Celui-ci devient śevère pourκ >
1000. Cet indice de conditionnement donne un aperçu global des problèmes de colińearit́e tandis que les
VIF, les toĺerances ou encore l’étude des vecteurs propres associés au plus petites valeurs propres permettent
d’identifier les variables les plus problématiques.
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Remarque : Lorsque le mod̀ele est calcuĺe avec un terme constant, la colonne1 joue le r̂ole d’une variable
et peut consid́erablement augmenter les problèmes de multi-colińearit́e. La matriceR est alors remplaćee
par la matriceT = diag(X′X)−1/2X′Xdiag(X′X)−1/2 dans les discussions préćedentes.

5.2 Régression “ridge”

Ayant diagnostiqúe un probl̀eme mal conditionńe mais d́esirant conserver toutes les variables, il est
possible d’aḿeliorer les propríet́es nuḿeriques et la variance des estimations en considérant un estimateur
lég̀erement biaiśe des param̀etres. L’estimateur “ridge” introduisant unerégularisationest donńe par

bR = (X′X + kI)−1X′y,

qui a pour effet de d́ecaler de la valeurk toutes les valeurs propres de la matriceà inverser et, plus parti-
culièrement, les plus petites qui reflètent la colińearit́e. On montre que l’erreur quadratique moyenne sur
l’estimation des param̀etres se met sous la forme :

MSE(bR) = σ2
u

p∑
j=1

λj

(λj + k)2
+ k2β′(X′X + kI)−1β.

La difficulté est alors de trouver une valeur dek minimisant la quantit́e ci-dessus. Des ḿethodes de ré-
échantillonnage (jackknife, bootstrap) peuventêtre mises en œuvre mais celles-ci sont coûteuses en temps
de calcul. Une valeur heuristique dek peutêtre fix́ee en consid́erant le graphique des paramètres en fonction
dek. Elle est choisie dans la zone où les valeurs absolues des paramètres commencentà se stabiliser.

5.3 Régression sur composantes principales

L’Analyse en Composantes Principales est, entre autre, la recherche dep variables dites principales qui
sont des combinaisons linéaires des variables initiales de variance maximale sous une contrainte d’ortho-
gonalit́e. En d́esignant parV la matrice des vecteurs propres de la matrice des corrélationsR ranǵes dans
l’ordre décroissant des valeurs propres, les valeurs prises par ces variables principales sont obtenues dans
la matrice des composantes principales

C = (X̃− 1x′)V.

Elles ont chacune pour variance la valeur propreλj assocíee. Le sous-espace engendré par ces variables
principales est le m̂eme que celui engendré par les variables initiales. Il est donc géoḿetriquement́equivalent
de ŕegresserY sur les colonnes deC que sur celles dẽX. Les probl̀emes de colińearit́e sont alors ŕesolus en
supprimant les variables principales de plus faibles variances c’est-à-dire associées aux plus petites valeurs
propres.

La solution obtenue présente ainsi de meilleures qualités pŕedictives mais, les coefficients de la régression
s’appliquant aux composantes principales, un calcul complémentaire est ńecessaire afin d’évaluer et d’in-
terpŕeter les effets de chacune des variables initiales.

5.4 Modèles curvilinéaires

En cas d’invalidation de l’hypoth̀ese de lińearit́e, il peut être int́eressant de considérer des mod̀eles
polynômiaux, tr̀es classiques pour décrire des ph́enom̀enes physiques, de la forme

Y = β0 + · · ·+ βjX
j + · · ·+ γklX

kX l + · · ·+ δjX
j2

qui sont encore appeléssurfaces de ŕeponse. Ces mod̀eles sont faciles̀a étudier dans le cadre linéaire, il
suffit d’ajouter des nouvelles variables constituées des produits ou des carrés des variables explicatives
initiales. Les choix : pŕesence ou non d’une interaction entre deux variables, présence ou non d’un terme
quadratique se traitent alors avec les mêmes outils que ceux des choix de variable mais en intégrant une
contrainte lors de la lecture des résultats : ne pas considérer des mod̀eles incluant des termes quadratiques
dont les composants linéaires auraient́et́e exclus ou encore, ne pas supprimer d’un modèle une variable
d’un effet linéaire si elle intervient dans un terme quadratique.
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La proćedurersreg de SAS est plus particulièrement adaptée aux mod̀eles quadratiques. Elle ne com-
porte pas de procédure de choix de modèle mais fournit des aides et diagnostics sur l’ajustement de la
surface ainsi que sur la recherche des points optimaux.

Attention :Ce type de mod̀ele accrôıt consid́erablement les risques de colinéarit́e, il est peu recommandé
de consid́erer des termes cubiques.

6 Influence, résidus, validation

Avant toute tentative de modélisation complexe, il est impératif d’avoir conduit des analyses uni et bi-
variées afin d’identifier des problèmes sur les distributions de chacune des variables : dissymétrie, valeurs
atypiques (outliers) ou sur les liaisons des variables prises deux par deux : non-linéarit́e. Ces pŕeliminaires
acquis, des aides ou diagnostics associésà la ŕegression lińeaire multiple permettent de détecter des viola-
tions d’hypoth̀eses (homoscédasticit́e, linéarit́e) ou des points influents dans ce contexte multidimensionnel.

6.1 Effet levier

Comme toute ḿethode quadratique, l’estimation des paramètres est tr̀es sensiblèa la pŕesence de points
extr̂emes susceptibles de perturber gravement les résultats.À partir de l’équation de pŕediction :ŷ = Hy
on remarque qu’une observationi est influente si le terme correspondanthi

i de la diagonale deH est grand.

On écrit encore :

H =
11′

n
+ X̃(X̃′X̃)−1X̃′

et

hi
i =

1
n

+ (xi − x)′(X̃′X̃)−1(xi − x) =
1
n

+
p∑

j=1

(
v′j(xi − x)√

λj

)2

où lesλj ,vj sont respectivement les valeurs et vecteurs propres de la matriceX̃′X̃. Ainsi, plus une ob-
servation est́eloigńee du barycentre, et ce dans la direction d’un vecteur propre associé à une petite valeur
propre, et plus cette observation a un effet levier important.

6.2 Résidus

Nous d́esignons comme préćedemment parb(i), ŷ(i), e(i), et

s2
(i) =

e′(i)e(i)

n− p− 2

les estimations ŕealiśees sans laième observation. Les expressions

e = (I−H)y,

r = diag[s2(1− hi
i)]

−1/2e,

t = diag[s2
(i)(1− hi

i)]
−1/2e

définissent respectivement les résidus calcuĺes, les ŕesidusstandardiśes(chacun diviśe par l’estimation de
l’ écart-type) et les résidusstudentiśesdans lesquels l’estimation deσ2

u ne fait pas intervenir laième obser-
vation.

De trop grands ŕesidus sont aussi des signaux d’alerte. Par exemple, un résidu studentiśe de valeur
absolue plus grande que 2 peut révéler un probl̀eme.

6.3 Mesures d’influence

L’effet levier peut apparâıtre pour des observations dont les valeurs prises par les variables explicatives
sontélev́ees (observation loin du barycentrex). De grands ŕesidus signalent plutôt des valeurs atypiques
de la variablèa expliquer. Les deux diagnostics préćedents sont combinés dans des mesures synthétiques
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propośees par diff́erents auteurs. Les plus utilisées sont

Di =
1

s2(p + 1)
(ŷ − ŷ(i))′(ŷ − ŷ(i)) =

[
hi

i

1− hi
i

]
r2
i

(p + 1)
, (2.1)

DFFITSi =
1

s(i)

√
hi

i

(ŷi − ŷ(i)i) =
[

hi
i

1− hi
i

]1/2

ti. (2.2)

La premìere, not́eeCook’sD conclutà une influence de l’observationi lorsque la valeur deDi dépasse 1.

D’autres mesures moins fréquemment utiliśees sont proposées dans les logiciels. Certaines considèrent
les écarts entre l’estimation d’un paramètre bi et son estimation sans laième observation, une autre le
rapport des d́eterminants des matrices de covariance des estimateurs des paramètres calcuĺees avec et sans
la ième observation. . .

6.4 Régression partielle

Un mod̀ele de ŕegression multiple est une techniquelinéaire. Il est raisonnable de s’interroger sur la
pertinence du caractère lińeaire de la contribution d’une variable explicativeà l’ajustement du mod̀ele. Ceci
peutêtre ŕealiśe en consid́erant unerégression partielle.

On calcule alors deux régressions :
• la régression deY sur les variablesX1, . . . , Xj−1, Xj+1, . . . , Xp, dans laquelle lajème variable est

omise, soitry(j) le vecteur des résidus obtenus.
• La régression deXj sur les variablesX1, . . . , Xj−1, Xj+1, . . . , Xp. Soitrx(j) le vecteur des résidus

obtenus.
La comparaison des résidus par un graphe (nuage de pointsry(j) × rx(j)) permet alors de représenter la
nature de la liaison entreXj etY conditionnellementaux autres variables explicatives du modèle.

6.5 Graphes

Diff érents graphiques permettent finalement de contrôler le bien fond́e des hypoth̀eses de lińearit́e,
d’homosćedasticit́e, éventuellement de normalité des ŕesidus.

• Le premier consid̀ere le nuage de points des résidus studentisés croiśes avec les valeurs prédites. Les
points doivent̂etre uniforḿement ŕepartis entre les bornes−2 et +2 et ne pas pŕesenter de formes
suspectes.

• Le deuxìeme croise les valeurs observées deY avec les valeurs prédites. Il illustre le coefficient de
déterminationR qui est aussi la corrélation lińeaire simple entrêy ety. Les points doivent s’aligner
autour de la première bissectrice. Il peutêtre compĺet́e par l’intervalle de confiance desyi ou celui de
leurs moyennes.

• La qualit́e, en terme de lińearit́e, de l’apport de chaque variable estétudíee par des ŕegressions par-
tielles. Chaque graphe de résidus peut̂etre compĺet́e par une estimation fonctionnelle ou régression
non-paraḿetrique (loess, noyau, spline) afin d’en facilité la lecture.

• Le dernier trace la droite de Henri (Normal QQplot) des résidus dont le caractère lińeaire de la
repŕesentation donne une idée de la normalit́e de la distribution.

7 Exemple

7.1 Les donńees

Elles sont extraites de Jobson (1991) et décrivent les ŕesultats comptables de 40 entreprises du Royaume
Uni.
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Descriptif des 13 variables (en anglais pouréviter des traductions erronées) :

RETCAP Return on capital employed
WCFTDT Ratio of working capital flow to total debt
LOGSALE Log to base 10 of total sales
LOGASST Log to base 10 of total assets
CURRAT Current ratio
QUIKRAT Quick ratio
NFATAST Ratio of net fixed assets to total assets
FATTOT Gross sixed assets to total assets
PAYOUT Payout ratio
WCFTCL Ratio of working capital flow to total current liabilities
GEARRAT Gearing ratio (debt-equity ratio)
CAPINT Capital intensity (ratio of total sales to total assets)
INVTAST Ratio of total inventories to total assets

7.2 Résultat du mod̀ele complet

La proćedure SAS/REG est utilisée dans le programme suivant. La plupart des options sont actives afin
de fournir la plupart des résultats m̂eme si certains sont redondants ou peu utiles.

options linesize=110 pagesize=30 nodate nonumber;
title;
proc reg data=sasuser.ukcomp1 all;

model RETCAP = WCFTCL WCFTDT GEARRAT LOGSALE LOGASST
NFATAST CAPINT FATTOT INVTAST PAYOUT QUIKRAT CURRAT
/dw covb Influence cli clm tol vif collin R P;

output out=resout h=lev p=pred r=res student=resstu ;
run;

Les ŕesultats ne sont pas listés de façon exhaustive, les matrices et tableaux trop volumineux et peu
significatifs ontét́e tronqúes.

Descriptive Statistics
Variables Sum Mean Uncorrected SS Variance Std Deviation
INTERCEP 40 1 40 0 0
WCFTCL 10.29 0.25725 6.4339 0.0970973718 0.3116045118
WCFTDT 9.04 0.226 4.9052 0.0733887179 0.2709035215
...
CURRAT 72.41 1.81025 279.0039 3.7929153205 1.9475408392
RETCAP 5.71 0.14275 1.5233 0.0181589103 0.1347550009

Uncorrected Sums of squares and Crossproducts
USSCP INTERCEP WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST
INTERCEP 40 10.29 9.04 12.2 173.7 174.81 13.46
WCFTCL 10.29 6.4339 5.4926 1.5997 40.8722 46.2433 3.5523
WCFTDT 9.04 5.4926 4.9052 1.3972 34.4091 39.8937 2.9568
...
CURRAT 72.41 35.222 33.248 16.3188 265.2051 314.449 20.4126
RETCAP 5.71 2.0009 1.6226 1.5391 26.3636 25.379 1.6199

Correlation
CORR WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST CAPINT
WCFTCL 1.0000 0.9620 -0.5520 -0.3100 0.1829 0.0383 -0.2376
WCFTDT 0.9620 1.0000 -0.5611 -0.4533 0.0639 -0.0418 -0.2516
GEARRAT -0.5520 -0.5611 1.0000 0.2502 0.0387 -0.0668 0.2532
...
CURRAT 0.7011 0.8205 -0.3309 -0.6406 -0.0460 -0.2698 -0.3530
RETCAP 0.3249 0.2333 -0.1679 0.2948 0.1411 -0.2974 0.3096
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La matrice des corrélations montre des valeursélev́ees, on peut d́eja s’attendrèa des probl̀emes de
colinéarit́e.

Model Crossproducts X’X X’Y Y’Y
X’X INTERCEP WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST
INTERCEP 40 10.29 9.04 12.2 173.7 174.81 13.46
WCFTCL 10.29 6.4339 5.4926 1.5997 40.8722 46.2433 3.5523
WCFTDT 9.04 5.4926 4.9052 1.3972 34.4091 39.8937 2.9568
...
X’X Inverse, Parameter Estimates, and SSE

INTERCEP WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST
INTERCEP 3.2385537 1.3028641 -1.570579 -0.05877 0.3001809 -0.826512 -0.238509
WCFTCL 1.3028641 7.0714100 -9.955073 -0.54391 -0.007877 -0.292412 -0.233915
WCFTDT -1.570579 -9.955073 15.968504 1.582975 0.0112826 0.3138925 0.149976
...
Analysis of Variance

Sum of Mean
Source DF Squares Square F Value Prob>F

(1)
Model 12 0.55868 (2) 0.04656 (5) 8.408 (7) 0.0001 (8)
Error 27 0.14951 (3) 0.00554 (6)
C Total 39 0.70820 (4)

Root MSE 0.07441 (9) R-square 0.7889 (12)
Dep Mean 0.14275 (10) Adj R-sq 0.6951 (13)
C.V. 52.12940 (11)

(1) degŕes de libert́e de la loi de Fisher du test global
(2) SSR
(3) SSE ou d́eviance
(4) SST=SSE+SSR
(5) SSR/DF
(6) s2 =MSE=SSE/DF est l’estimation deσ2

u

(7) StatistiqueF du test de Fisher du modèle global
(8) P (fp;n−p−1 > F ) ; H0 est rejet́ee au niveauα si P < α
(9) s =racine de MSE
(10) moyenne empirique de la variableà expliqúee
(11) Coefficient de variation100× (9)/(10)
(12) Coefficient de d́eterminationR2

(13) Coefficient de d́etermination ajustéR′2

Parameter Estimates
Parameter Standard T for H0: Variance

Variable DF Estimate Error Parameter=0 Prob>|T| Tolerance Inflation
(1) (2) (3) (4) (5) (6)

INTERCEP 1 0.188072 0.13391661 1.404 0.1716 . 0.00000000
WCFTCL 1 0.215130 0.19788455 1.087 0.2866 0.03734409 26.77799793
WCFTDT 1 0.305557 0.29736579 1.028 0.3133 0.02187972 45.70441500
GEARRAT 1 -0.040436 0.07677092 -0.527 0.6027 0.45778579 2.18442778
LOGSALE 1 0.118440 0.03611612 3.279 0.0029 0.10629382 9.40788501
LOGASST 1 -0.076960 0.04517414 -1.704 0.0999 0.21200778 4.71680805
NFATAST 1 -0.369977 0.13739742 -2.693 0.0120 0.20214372 4.94697537
CAPINT 1 -0.014138 0.02338316 -0.605 0.5505 0.37587215 2.66047911
FATTOT 1 -0.100986 0.08764238 -1.152 0.2593 0.23929677 4.17891139
INVTAST 1 0.250562 0.18586858 1.348 0.1888 0.13770716 7.26178633
PAYOUT 1 -0.018839 0.01769456 -1.065 0.2965 0.84271960 1.18663431
QUIKRAT 1 0.176709 0.09162882 1.929 0.0644 0.00408524 244.78377222
CURRAT 1 -0.223281 0.08773480 -2.545 0.0170 0.00486336 205.61923071
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(1) estimations des paramètres(bj)
(2) écarts-types de ces estimations(sbj

)
(3) statistiqueT du test de Student deH0 : bj = 0
(4) P (tn−p−1 > T ) ; H0 est rejet́ee au niveauα si P < α
(5) 1−R2

(j)

(6) VIF=1/(1−R2
(j))

Ces ŕesultats soulignent les problèmes de colińearit́es. De grands “VIF” sont associésà de grandśecart-
types des estimations des paramètres. D’autre part les nombreux tests de Student non significatifs renforcent
l’id ée que trop de variables sont présentes dans le modèle.

Covariance of Estimates
COVB INTERCEP WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST
INTERCEP 0.0179336 0.0072146 -0.008697 -0.000325 0.0016622 -0.004576 -0.001320
WCFTCL 0.0072146 0.039158 -0.055126 -0.003011 -0.000043 -0.00161 -0.00129
WCFTDT -0.008697 -0.055126 0.0884264 0.0087658 0.0000624 0.0017381 0.0008305
...

Collinearity Diagnostics
Condition

Eigenvalue Index

8.76623 1.00000
2.22300 1.98580
0.68583 3.57518
0.56330 3.94489
0.31680 5.26036
0.18140 6.95173
0.12716 8.30291
0.08451 10.18479
0.02761 17.82007
0.01338 25.59712
0.00730 34.66338
0.00223 62.63682
0.00125 83.83978

Valeurs propres deX′X et indice de conditionnementégal au rapport
√

λ1/λj . Les grandes valeurs(> 10) insistent
encore sur le mauvais conditionnement de la matriceà inverser.

Dep Var Predict Std Err Lower95 Upper95 Lower95 Upper95 Std Err Student
Obs RETCAP Value Predict Mean Mean Predict Predict Residual Residual Residual

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
1 0.2600 0.2716 0.053 0.1625 0.3808 0.0839 0.4593 -0.0116 0.052 -0.223
2 0.5700 0.3690 0.039 0.2882 0.4497 0.1962 0.5417 0.2010 0.063 3.183
3 0.0900 0.00897 0.063 -0.1205 0.1385 -0.1912 0.2092 0.0810 0.039 2.055
4 0.3200 0.2335 0.021 0.1903 0.2768 0.0748 0.3922 0.0865 0.071 1.212
5 0.1700 0.1164 0.046 0.0215 0.2113 -0.0634 0.2961 0.0536 0.058 0.920
6 0.2400 0.2542 0.033 0.1864 0.3219 0.0871 0.4212 -0.0142 0.067 -0.213
...

Cook’s Hat Diag Cov INTERCEP WCFTCL WCFTDT
Obs -2-1-0 1 2 D Rstudent H Ratio Dffits Dfbetas Dfbetas Dfbetas

(11) (12) (13) (14) (15) (15) (15) (15) (15)
1 | | | 0.004 -0.2194 0.5109 3.2603 -0.2242 0.0299 0.0632 -0.0911
2 | |******| 0.302 3.9515 0.2795 0.0050 2.4611 0.9316 -0.3621 0.3705
3 | |**** | 0.832 2.1955 0.7192 0.6375 3.5134 0.5543 2.1916 -2.0241
4 | |** | 0.010 1.2228 0.0803 0.8585 0.3613 -0.0132 -0.0835 0.1207
5 | |* | 0.041 0.9175 0.3864 1.7591 0.7280 -0.0386 0.0906 0.0060
6 | | | 0.001 -0.2088 0.1969 1.9898 -0.1034 0.0189 -0.0203 0.0243

15 | ***| | 0.150 -1.9223 0.3666 0.4583 -1.4623 -0.2063 0.3056 -0.6231
16 | |*** | 3.471 1.6394 0.9469 8.5643 6.9237 -0.9398 0.2393 -0.2323
17 | | | 0.000 0.1401 0.1264 1.8514 0.0533 0.0223 0.0090 -0.0113
20 | ***| | 0.054 -1.9588 0.1677 0.3278 -0.8794 -0.0360 -0.3302 0.4076
21 | ****| | 4.970 -2.2389 0.9367 2.6093 -8.6143 -1.2162 0.1768 -0.1422

...
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(1) variableà expliqueryi

(2) valeur ajust́eeŷi

(3) écart-type de cette estimationsŷi

(4)et (5) Intervalle de confiance pour l’estimation deE(yi)
(6) et (7) Intervalle de confiance pour l’estimation deyi

(8) résidus calcuĺesei

(9) écarts-types de ces estimations
(10) ŕesidus standardisés (ou studentiśes internes)ri

(11) reṕerage graphique des résidus standardisés :∗ = 0.5.
(12) Distance de Cook
(13) ŕesidus studentisés (externes)ti
(14) Termes diagonaux de la matrice chapeauH
(15) autres indicateurs d’influence

Seules les observations 16 et 21 seraientà inspecter avec attention.

Sum of Residuals 0
Sum of Squared Residuals 0.1495 (SSE)
Predicted Resid SS (Press) 1.0190 (PRESS)

Sélection du mod̀ele

Parmi les trois types d’algorithmes et les différents crit̀eres de choix, une des façons les plus efficaces
consistent̀a choisir les options du programme ci-dessous. Tous les modèles (parmi les plus intéressants
selon l’algorithme de Furnival et Wilson) sont considéŕes. Seul le meilleur pour chaque niveau, c’est-à-dire
pour chaque valeurp du nombre de variables explicatives sont donnés. Il est alors facile de choisir celui
minimisant l’un des crit̀eres globaux (Cp ou BIC ou . . . ).

options linesize=110 pagesize=30 nodate nonumber;
title;
proc reg data=sasuser.ukcomp2 ;
model RETCAP = WCFTCL WCFTDT GEARRAT LOGSALE LOGASST

NFATAST CAPINT FATTOT INVTAST PAYOUT QUIKRAT CURRAT
/ selection=rsquare cp rsquare bic best=1;

run;

N = 40 Regression Models for Dependent Variable: RETCAP
R-square Adjusted C(p) BIC Variables in Model

In R-square
1 0.1055 0.0819 78.3930 -163.26 WCFTCL
2 0.3406 0.3050 50.3232 -173.72 WCFTDT QUIKRAT
3 0.6154 0.5833 17.1815 -191.14 WCFTCL NFATAST CURRAT
4 0.7207 0.6888 5.7146 -199.20 WCFTDT LOGSALE NFATAST CURRAT
5 0.7317 0.6923 6.3047 -198.05 WCFTDT LOGSALE NFATAST QUIKRAT CURRAT
6 0.7483 0.7025 6.1878 -197.25 WCFTDT LOGSALE NFATAST INVTAST QUIKRAT CURRAT
7 0.7600 0.7075 6.6916 -195.77 WCFTDT LOGSALE LOGASST NFATAST FATTOT QUIKRAT CURRAT
8 0.7692 0.7097 7.5072 -193.87 WCFTDT LOGSALE LOGASST NFATAST FATTOT INVTAST QUIKRAT CURRAT
9 0.7760 0.7088 8.6415 -191.59 WCFTCL WCFTDT LOGSALE LOGASST NFATAST FATTOT INVTAST QUIKRAT

CURRAT
10 0.7830 0.7082 9.7448 -189.15 WCFTCL WCFTDT LOGSALE LOGASST NFATAST FATTOT INVTAST PAYOUT

QUIKRAT CURRAT
11 0.7867 0.7029 11.2774 -186.40 WCFTCL WCFTDT LOGSALE LOGASST NFATAST CAPINT FATTOT INVTAST

PAYOUT QUIKRAT CURRAT
12 0.7888 0.6950 13.0000 -183.51 WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST CAPINT FATTOT

INVTAST PAYOUT QUIKRAT CURRAT

Dans cet example,Cp et BIC se comportent de la m̂eme façon. Avec peu de variables, le modèle est
trop biaiśe. Ils atteignent un minimum pour un modèleà 4 variables explicatives puis croissent de nouveau
selon la premìere bissectrice. La maximisation duR2 ajust́e conduiraità une solution beaucoup moins
parcimonieuse. On note par ailleurs que l’algorithme remplace WCFTCL par WCFTDT. Un algorithme par
sélection ne peut pas aboutirà la solution optimale retenue.
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Résultats du mod̀ele réduit

proc reg data=sasuser.ukcomp1 all;
model RETCAP = WCFTDT NFATAST LOGSALE CURRAT

/dw Influence cli clm tol vif collin r p ;
output out=resout h=lev p=pred r=res student=resstu ;
plot (student. r.)*p.;
plot p.*retcap;
run;

Analysis of Variance
Sum of Mean

Source DF Squares Square F Value Prob>F
Model 4 0.51043 0.12761 22.583 0.0001
Error 35 0.19777 0.00565
C Total 39 0.70820

Root MSE 0.07517 R-square 0.7207
Dep Mean 0.14275 Adj R-sq 0.6888
C.V. 52.65889

Parameter Estimates
Parameter Standard T for H0: Variance

Variable DF Estimate Error Parameter=0 Prob > |T| Tolerance Inflation
INTERCEP 1 0.024204 0.07970848 0.304 0.7632 . 0.00000000
WCFTDT 1 0.611885 0.08257125 7.410 0.0001 0.28956358 3.45347296
NFATAST 1 -0.474448 0.07015433 -6.763 0.0001 0.79119995 1.26390301
LOGSALE 1 0.060962 0.01606877 3.794 0.0006 0.54792736 1.82505944
CURRAT 1 -0.068949 0.01321091 -5.219 0.0001 0.21887292 4.56886122

Collinearity Diagnostics
Condition Var Prop Var Prop Var Prop Var Prop Var Prop

Number Eigenvalue Index INTERCEP WCFTDT NFATAST LOGSALE CURRAT
1 3.86169 1.00000 0.0014 0.0076 0.0098 0.0016 0.0052
2 0.87647 2.09904 0.0014 0.0608 0.0355 0.0046 0.0427
3 0.17128 4.74821 0.0206 0.1731 0.5177 0.0170 0.0667
4 0.07821 7.02670 0.0026 0.7201 0.4369 0.0388 0.5481
5 0.01235 17.68485 0.9741 0.0384 0.0000 0.9381 0.3373

Cook’s Hat Diag Cov INTERCEP WCFTDT NFATAST
Obs -2-1-0 1 2 D Rstudent H Ratio Dffits Dfbetas Dfbetas Dfbetas
15 | ***| | 0.211 -1.9115 0.2372 0.9096 -1.0659 -0.0240 -0.8161 -0.3075
16 | |* | 1.554 0.9919 0.8876 8.9162 2.7871 0.0320 -0.0746 0.1469
17 | | | 0.001 0.3866 0.0460 1.1854 0.0849 0.0348 -0.0430 0.0256

Sum of Residuals 0
Sum of Squared Residuals 0.1978 (Par rapport au mod èle complet, la d éviance augmente
Predicted Resid SS (Press) 0.3529 mais PRESS diminue tr ès sensiblement)

8 Exercices

Exo 1

Nous supposons vérifiées les hypoth̀eses relatives au modèle de ŕegression lińeaire multiple pour les
observations(yi, x

1
i , . . . , x

n
i ) des variables statistiquesY, X1, . . . , Xp.

i. Calculer les moments (espérance et variance) des estimateursb, ŷ ete deβ,y etu. CalculerE(e′e).
ii. Montrer que

(y −Xb)′(y −Xb) = y′(I−H)y (2.3)

ŷ′ŷ = y′Hy (2.4)

y′y = ŷ′ŷ + (y −Xb)′(y −Xb). (2.5)

En d́eduire que : SST=SSE+SSR.
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Exo 2

Pour simplifier les calculs, on suppose dans cet exercice que les variables sont centrées(x = 0, y = 0)
et on s’int́eressèa la ŕegression sans terme constant(β0 = 0). On admettra le ŕesultat suivant du calcul par
bloc de l’inverseB d’une matrice carŕee ŕegulìereA :

B11 = [A11 −A12A−1
22 A21]−1.

i. Montrer que le coefficient de détermination v́erifie : r2 = ‖ŷ‖2

‖y‖2 .

ii. Soit r1 le vecteur contenant les coefficients de corrélation lińeaire empirique entreX1 et chacune
des variablesX2, . . . , Xp, R(1) la matrice des corrélations desX2, . . . , Xp et R la matrice de
corŕelations de toutes les variablesXj . On noteégalementr2

(1) le coefficient de d́etermination de

la régression de la variableX1 sur les variablesX2, . . . , Xp. Montrer quer2
(1) = r′1R−1

(1)r1.

iii. En d́eduire que[R−1]11 = 1
1−r2

(1)
.

iv. Commentaire pour les autres variables et l’indicateur de colinéarit́e.

Exo 3

On reprend les notations usuelles de la régression lińeaire multiple et on d́esigne parxn la dernìere ligne
deX et parX(n) la matrice(n− 1)× (p + 1) privée de cette dernière ligne.

i. Montrer queX′X = X′
(n)X(n) + xnx′n.

ii. Soit A une matrice syḿetrique ŕegulìere etb, c deux vecteurs̀a (p + 1) composantes. Montrer que
l’inverse de la matriceA + bc′ est la matriceA−1 − A−1bc′A−1

1+b′A−1c

iii. Trouver l’expression dehnn dans la d́ecomposition suivante :

[X′
(n)X(n)]−1 = (X′X)−1 +

1
1− hnn

(X′X)−1xnx′n(X′X)−1
.

iv. Montrer queX(n)y(n) = X′y − xnyn. Montrer ensuite que

b(n) = b− 1
1− hnn

(X ′X)−1xn(yn − x′nb).

Discuter de l’impact surb de la suppression de l’observationn.

v. Montrer que la distance de Cook

Dn =
1

(p + 1)s2
(b(n) − b)′X′X(b(n) − b)

se met sous la forme :

Dn =
hnn

1− hnn

e2
n

(p + 1)s2(1− hnn)
.

Exo 4

L’objet de cet exercice est de construire un indicateur permettant de comparer des modèles pour leurs
qualit́es pŕedictives. On consid̀ere un premier mod̀ele complet (avec toutes les variables) supposévrai :

y = Xβ + u, E(y) = Xβ ∈ Vect(X1, . . . ,Xp), rang(X) = p, u ∼ N (0, σ2In). (2.6)

Un deuxìeme mod̀ele est un sous-modèle du pŕećedent et donc lég̀erement faux. La matriceZ de ce mod̀ele
est suppośee de plein rang(q + 1) < (p + 1) et contient donc un sous-ensemble des colonnes deX. Ainsi,
E(y) = Xβ n’appartient pas ńecessairementà l’espace vectoriel engendré par les colonnes deZ. On note
α0 les param̀etres les moins mauvais pour le 2ème mod̀ele. Ils sont obtenus par la projection deXβ sur
Vect(Z1, . . . ,Zq) :

Zα0 = Z(Z′Z)−1Z′Xβ.

On note enfina les param̀etres du 2̀eme mod̀ele estiḿes par les moindres carrés.
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i. Montrer queE(a) = α0.

ii. On noteŷ = Za la pŕevision dey par le 2̀eme mod̀ele. Montrer que trace(Var(ŷ))= σ2(q + 1).

iii. SoitEp = E‖ŷ −Xβ‖2 l’erreur quadratique moyenne de prédiction pour le 2̀eme mod̀ele. Montrer
que

Ep = ‖Xβ − Zα0‖2 + σ2(q + 1)

qui se d́ecompose donc en le carré du biais plus la variance.
Suggestion :CalculerE‖ŷ − Zα0 + Zα0 −Xβ‖2.

iv. Soit SSEq = ‖y − ŷ‖2 la somme des carrés des ŕesidus du 2̀eme mod̀ele. Montrer que

E(SSEq) = ‖Xβ − Zα0‖2 + σ2(n− q − 1).

Suggestion :Noter quey − ŷ = y − ŷ − E(y − ŷ) + E(y − ŷ).

v. Le probl̀eme est d’estimerEp. On estime sans biaisσ2 pars2 = SSE/(n− p− 1). Montrer que

Êp = SSEq − (n− 2q − 2)s2

est un estimateur sans biais deEp c’est-̀a-dire queE(Êp) = Ep.

vi. Le Cp de Mallows est une version standardisée de l’erreur de prévision :Cp = SSEq

s2 − (n− 2q − 2).
Dans l’hypoth̀ese òu le sous-mod̀ele est exact :Xβ = Zα0, montrer qu’alors le(Cp) est “proche” de
q+1. On acceptera pour “meilleur” un modèle biaiśeà condition qu’il induise une baisse significative
de la variance et ainsi de l’erreur quadratique moyenne de prévision.

vii. Dans l’exemple ci-dessous, calculer leCp de Mallows du sous-modèle.
modele pert = Tlumin lumin Txgn xgn Txy xy xa xb

Model 8 1007.62105 125.95263 229.845 0.0001
Error 180 98.63792 0.54799
C Total 188 1106.25897

modele pert = lumin Txgn xy xa xb
Model 5 1007.11132 201.42226 371.772 0.0001
Error 183 99.14764 0.54179
C Total 188 1106.25897



Chapitre 3

Analyses de variance et covariance

1 Introduction

Les techniques dites d’analyse de variancesont des outils entrant dans le cadre géńeral du mod̀ele
linéaire et òu une variable quantitative est expliquée par une ou plusieurs variables qualitatives. L’objec-
tif essentiel est alors de comparer les moyennes empiriques de la variable quantitative observées pour
diff érentes catégories d’unit́es statistiques. Ces catégories sont d́efinies par l’observation des variables qua-
litatives oufacteursprenant diff́erentes modalités ou encore de variables quantitatives découṕees en classes
ouniveaux. Une combinaison de niveaux définit unecellule, groupeou traitement.

Il s’agit donc de savoir si un facteur ou une combinaison de facteurs (interaction) a uneffetsur la variable
quantitative en vue, par exemple, de déterminer des conditions optimales de production ou de fabrication,
une dose optimale de ḿedicaments. . . . Ces techniques apparaissent aussi comme des cas particuliers de
la régression lińeaire multiple en associantà chaque modalité unevariable indicatrice(dummy variable)
et en cherchant̀a expliquer une variable quantitative par ces variables indicatrices. L’appellation “analyse
de variance” vient de ce que les tests statistiques sont bâtis sur des comparaisons de sommes de carrés de
variations.

L’analyse de variance est souvent utilisée pour analyser des données issue d’uneplanification d’exṕerience
au cours de laquelle l’expérimentateur a la possibilité de contr̂oler a priori les niveaux des facteurs avec
pour objectif d’obtenir le maximum de précision au moindre côut. Ceci conduit en particulier̀a construire
des facteurs orthogonaux deuxà deux (variables explicatives non linéairement corŕelées) afin de minimiser
la variance des estimateurs (cf. chapitre préćedent). On distingue le cas particulier important où les cellules
ont le m̂eme effectif, on parle alors deplan orthogonalou équiŕeṕet́e ou équilibré (balanced), qui conduit
à des simplifications importantes de l’analyse de variance associée. On appelle plancompletun disposi-
tif dans lequel toutes les combinaisons de niveaux ontét́e exṕeriment́ees. On distingue entre des modèles
fixes, aĺeatoires ou mixtes selon le caractère d́eterministe (contr̂olé) ou non des facteurs par exemple si les
modalit́es ŕesultent d’un choix aléatoire parmi un grand nombre de possibles. Seuls les modèles fixes sont
consid́eŕes.

L’analyse de covariance considère une situation plus géńerale dans laquelle les variables explicatives
sontà la fois quantitatives, appelées covariables, et qualitatives ou facteurs. L’objectif est alors de comparer,
non plus des moyennes par cellules, mais les paramètres des diff́erents mod̀eles de ŕegressions estiḿees pour
chaque combinaison de niveau. Ce type de modèle est introduit en fin de chapitre.

Les sṕecificités de la planification d’exṕerience ne seront qu’abordées dans ce chapitre. Les applica-
tions en sont surtout dévelopṕees en milieu industriel : contrôle de qualit́e, optimisation des processus de
production, ou en agronomie pour la sélection de varíet́es, la comparaison d’engrais, d’insecticides. . . . La
bibliographie est abondanteà ce sujet.

37
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2 Modèleà un facteur

Cette situation est un cas particulier d’étude de relations entre deux variables statistiques : une quantita-
tive Y admettant une densité et une qualitativeT ou facteur qui engendre une partition ou classification de
l’ échantillon enJ groupes, cellules ou classes indicées parj. L’objectif est de comparer les distributions de
Y pour chacune des classes en particulier les valeurs des moyennes et variances.

Un pŕealable descriptif consistèa ŕealiser un graphique constitué de boites̀a moustaches parallèles :
une pour chaque modalité. Cette repŕesentation donne une première appŕeciation de la comparaison des
distributions (moyenne, variance) internesà chaque groupe.

2.1 Modèles

Pour chaque niveauj deT , on observenj valeursy1j , . . . , ynjj de la variableY et òu n =
∑J

j=1 nj

est la taille de l’́echantillon (n > J). On suppose qu’à l’intérieur de chaque cellule, les observations sont
indépendanteśequidistribúees de moyenneµj et de variancehomog̀eneσ2

j = σ2. Ceci s’́ecrit :

yij = µj + εij

où lesεij sont i.i.d. suivant une loi centrée de varianceσ2 qui sera supposéeN (0, σ2) pour la construction
des tests. Cette dernière hypoth̀ese n’́etant pas la plus sensible. Les espérancesµj ainsi que le param̀etre de
nuisanceσ2 sont les param̀etres inconnus̀a estimer.

On note respectivement :

ȳ.j =
1
nj

nj∑
i=1

yij ,

s2
j =

1
nj − 1

nj∑
i=1

(yij − ȳ.j)2,

ȳ.. =
1
n

nj∑
i=1

J∑
j=1

yij ,

les moyennes et variances empiriques de chaque cellule, la moyenne géńerale de l’́echantillon.

Les param̀etresµj sont estiḿes sans biais par les moyennesȳ.j et comme le mod̀ele s’́ecrit alors :

yij = ȳ.j + (yij − ȳ.j),

l’estimation des erreurs esteij = (yij − ȳ.j) tandis que les valeurs prédites sont̂yij = ȳ.j .

Sous l’hypoth̀ese d’homoǵeńeité des variances, la meilleure estimation sans biais deσ2 est

s2 =

∑J
j=1

∑nj

i=1(yij − ȳ.j)2

n− J
=

1
n− J

[(n− 1)s2
1 + · · ·+ (nJ − 1)s2

J ]

qui s’écrit donc comme une moyenne pondéŕee des variances empiriques de chaque groupe.

Notonsy le vecteur des observations[yij |i = 1, nj ; j = 1, J ]′ mis en colonne,u = [εij |i = 1, nj ; j =
1, J ]′ le vecteur des erreurs,1j les variables indicatrices des niveaux et1 la colonne de 1s. Leièmeélément
d’une variable indicatrice (dummy variable)1j prend la valeur 1 si laième observationyi est associée au
jème et 0 sinon.

Comme dans le cas de la régression lińeaire multiple, le mod̀ele consistèa écrire que l’esṕerance de
la variableY appartient au sous-espace linéaire engendré par les variables explicatives, ici les variables
indicatrices :

y = β01 + β111 + · · ·+ βJ1J + u.

La matriceX alors construite n’est pas de plein rangp + 1 mais de rangp. La matriceX′X n’est pas
inversible et le mod̀ele admet une infinité de solutions. Nous disons que les paramètresβj ne sont pas
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estimablesou identifiables. En revanche, certaines fonctions (combinaisons linéaires) de ces paramètres
sont estimables et appeléescontrastes.

Dans le cas du modèle d’analyse de variancèa un facteur, la solution la plus simple adoptée consiste
à consid́erer un sous-ensemble des indicatrices ou de combinaisons des indicatrices de façonà aboutirà
une matrice inversible. Ceci conduità consid́erer diff́erents mod̀eles associésà différentes paraḿetrisation.
Attention, les param̀etresβj ainsi que la matriceX prennent̀a chaque fois des significations différentes.

Un premier mod̀ele (cell means model) s’écrit comme celui d’une régression lińeaire multiple sans
terme constant avecβ = [µ1, . . . , µJ ]′ le vecteur des param̀etres :

y = β111 + · · ·+ βJ1J + u

y = Xβ + u.

Les calculs se présentent simplement (cf. exo 1) mais les tests découlant de ce modèle conduiraient̀aétudier
la nullité des param̀etres alors que nous sommes intéresśes par tester l’́egalit́e des moyennes.

Une autre paraḿetrisation, consid́erant cette fois le vecteurβ = [µJ , µ1−µJ , . . . , µJ−1−µJ ]′ conduit
à écrire le mod̀ele (base cell model) de régression avec terme constant :

y = β01 + β111 + · · ·+ βJ−11J−1 + u.

C’est celle de SAS alors que Systat considère des param̀etres d’effet diff́erentielµj − µ. par rapportà
l’effet moyenµ. = 1/J

∑J
j=1 µj . Ce dernier est encore un modèle (group effect model) de régression

linéaire avec terme constant mais dont les variables explicatives sont des différences d’indicatrices et avec
β = [µ., µ1 − µ., . . . , µJ−1 − µ.]′ :

y = β01 + β1(11 − 1J) + · · ·+ βJ−1(1J−1 − 1J) + u.

2.2 Test

On d́esigne les diff́erentes sommes des carrés des variations par :

SST =
J∑

j=1

nj∑
i=1

(yij − ȳ..)2 =
J∑

j=1

nj∑
i=1

y2
ij − nȳ2

..,

SSW =
J∑

j=1

nj∑
i=1

(yij − ȳ.j)2 =
J∑

j=1

nj∑
i=1

y2
ij −

J∑
j=1

nj ȳ
2
.j ,

SSB =
J∑

j=1

nj(ȳ.j − ȳ..)2 =
J∑

j=1

nj ȳ
2
.j − nȳ2

..,

où “T” signifie totale, “W” (within) intra ou ŕesiduelle, “B” (between) inter ou expliquée par la partition. Il
est facile de v́erifier que SST=SSB+SSW.

On consid̀ere alors l’hypoth̀ese
H0 : µ1 = · · · = µJ ,

qui revientà dire que la moyenne est indépendante du niveau ou encore que le facteur n’a pas d’effet, contre
l’hypothèse

H1 : ∃(j, k) tel queµj 6= µk

qui revientà reconnâıtre un effet ou une influence du facteur sur la variableY .

Dans les mod̀eles pŕećedents, l’́etude de cette hypothèse revient̀a comparer par un test de Fisher un
mod̀ele complet (les moyennes sont différentes) avec un modèle ŕeduit supposant la nullité des param̀etres
βj et donc l’́egalit́e des moyennes̀a celle de la dernière cellule oùa la moyenne ǵeńerale.

Les ŕesultats ńecessaires̀a la construction du test qui en découle sont ŕesuḿes dans la table d’analyse
de la variance :
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Source de
variation d.d.l.

Somme
des carŕes Variance F

Modèle (inter) J − 1 SSB MSB=SSB/(J − 1) MSB/MSW
Erreur (intra) n− J SSW MSW=SSW/(n− J)
Total n− 1 SST

Pratiquement, un programme de régression usuel permet de construire estimation et test de la nullité desβj

sauf pour le premier modèle qui doit tester l’́egalit́e au lieu de la nullit́e des param̀etres.

Dans le cas de deux classes(J = 2) on retrouve un test́equivalent au test de Student de comparaison
des moyennes de deuxéchantillons ind́ependants.

2.3 Comparaisons multiples

Si l’hypothèse nulle est rejetée, la question suivante consisteà rechercher quelles sont les groupes ou
cellules qui poss̀edent des moyennes significativement différentes. De nombreux tests et procédures ont́et́e
propośes dans la litt́erature pour ŕepondrèa cette question.

Une proćedure näıve consistèa exprimer, pour chaque pairej et l de groupes, un intervalle de confiance
au niveau100(1− α)% de la diff́erence(µj − µl) :

(ȳ.j − ȳ.l)± tα/2;(n−J)s

[
1
nj

+
1
nl

]1/2

.

Si, pour un couple(j, l) fixé a priori, cet intervalle inclut 0, les moyennes ne sont pas jugées significative-
ment diff́erentes au niveauα. L’orthogonalit́e des facteurs rendant les tests indépendants justifierait cette
proćedure mais elle ne peutêtre syst́ematiśee. En effet, siJ est grand, il y a un total deJ(J − 1)/2 compa-
raisons̀a consid́erer et on peut s’attendreà ce que, sur le simple fait du hasard,0, 05×J(J−1)/2 paires de
moyennes soient jugées significativement différentes m̂eme si le test global accepte l’égalit́e des moyennes.

D’autres proćedures visent̀a corriger cette d́emarche afin de contrôler globalement le niveau des com-
paraisons. Certaines proposent des intervalles plus conservatifs (plus grands) en ajustant le niveauα′ < α
définissant les valeurs critiquestα′/2;(n−J) (Bonferroniα′ = α/(J(J − 1)/2), Sidak). Dans le m̂eme es-
prit, la méthode de Scheffe, la plus conservative, projette l’ellipsoı̈de de confiance des moyennes desµi en
intervalles de confiance des différences ou de toute combinaison linéaire de celles-ci (contrastes).

D’autres proćedures d́efinissent des intervalles studentisés fournissant des valeurs critiques spécifiques
qui sont tabuĺees ou calculées par le logiciel. Certaines de ces méthodes ou certaines présentations gra-
phiques des ŕesultats sont uniquement adaptées au caśequiŕeṕet́e (Tukey) tandis que d’autres sont adaptées
à des classes présentant des effectifs différents (GT2, Gabriel).

En ŕesuḿe, pour comparer toutes les moyennes dans le caséquiŕeṕet́e, les ḿethodes de Tukey ou Scheffe
sont utiliśees, celle de Bonferroni convient encore au cas déśequilibŕe. Pour comparer les moyennesà celle
d’une classe ou traitement témoin, la ḿethode de Bonferroni (α′ = α/(J(J − 1)/2)) est encore utiliśee
tandis que Dunnet remplace Tukey dans le caséquiŕeṕet́e.

2.4 Homoǵenéité de la variance

Une hypoth̀ese importante du modèle induit par l’analyse de variance est l’homogéńeité des variances de
chaque groupe. Conjointementà l’estimation du mod̀ele et en supposant la normalité, il peutêtre instructif
de contr̂oler cette homoǵeńeité par un test de l’hypoth̀ese

H0 : σ2
1 = · · · = σ2

J .

Bartlett a propośe le test suivant. Posons

M =
J∑

j=1

(nj − 1) ln(s2/s2
j )



3. Modèleà deux facteurs 41

et

c =
1

3(J − 1)

 J∑
j=1

(
1

nj − 1
)− 1/

J∑
j=1

(nj − 1)

 .

SousH0 et pour de grandśechantillons, la statistiqueM/(c + 1) suit unχ2 à (J − 1) degŕes de libert́e.
Dans les m̂emes conditions, une approximation peutêtre fournie par la statistique

F =
dM

(J − 1)(d/f −M)
,

avec
f = (1− c) + 2/d etd = (J + 1)/c2,

qui suit une loi de Fisher̀a (J − 1) etd degŕes de libert́e.

Néanmoins ce test n’est pas robusteà la violation de l’hypoth̀ese de normalité. C’est pourquoi il lui est
préféŕe la ḿethode de Levene qui considère les variables :

Zij = |yij − ȳ.j |

sur lesquelles est calculée une analyse de variance. Malgré que lesZij ne soient ni ind́ependantes ni iden-
tiquement distribúees suivant une loi normale, la statistique de Fisher issue de l’ANOVA fournit un test
raisonnable de l’homoscédasticit́e.

Le graphique représentant le nuage des résidus ou les boites̀a moustaches en fonction des niveaux
du facteur compl̀ete tr̀es utilement le diagnostic. En cas d’hét́erosćedasticit́e et comme en régression, une
transformation de la variablèa expliquerY (

√
Y , ln(Y ), 1/Y . . .) permet de limiter les d́eĝats.

2.5 Tests non paraḿetriques

Lorsque l’hypoth̀ese de normalité n’est pas satisfaite et que la taille trop petite de l’échantillon ne permet
pas de supposer des propriét́es asymptotiques, une procédure non-paraḿetrique peut encorêetre mise en
œuvre. Elles sont des alternatives plausibles au test de Fisher pour tester l’égalit́e des moyennes.

La proćedure la plus utiliśee est la construction du test de Kruskal-Wallis basée sur les rangs. Toutes les
observations sont ordonnées selon les valeursyij qui sont remplaćees par leur rangrij , les ex æquo sont
remplaćes par leur rang moyen. On montre que la statistique de ce test, construite sur la somme des rangsà
l’int érieur de chaque groupe, suit asymptotiquement une loi duχ2 à (J − 1) degŕes de libert́e.

Une autre proćedure, utilisant cette fois des rangs normalisés(aij = rij/(n + 1)) conduità une autre
statistique utiliśee dans le test de van der Waerden.

3 Modèleà deux facteurs

La consid́eration de deux (ou plus) facteurs explicatifs, dans un modèle d’analyse de variance, engendre
plusieurs complications. La première concerne la notion d’interactionentre variables explicatives. D’autres
seront introduites dans la section suivante. Cette section décrit le cas de deux facteurs explicatifs croisés
c’est-̀a-dire dont les niveaux d’un facteur ne sont pas conditionnés par ceux de l’autre. Les niveaux du
premier facteur sont notés par un indicej variant de 1̀aJ , ceux du deuxìeme par un indicek variant de 1̀a
K.

Pour chaque combinaison, on observe un même nombrenjk = c > 1 de ŕeṕetitions ce qui nous place
dans le cas particulier d’un plańequilibr é ou équirépété. Ceci introduit des simplifications importantes
dans les estimations des paramètres ainsi que dans la décomposition des variances. Le cas plus géńeral est
évoqúe dans la section suivante.

3.1 Modèle complet

On peut commencer parécrire un mod̀ele de variancèa un facteur pŕesentantJ ×K niveaux(j, k) :

yijk = µjk + εijk où

 j = 1, . . . , J ;
k = 1, . . . ,K ;
i = 1, . . . , njk = c ;
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en supposant que les termes d’erreurεijk sont mutuellement ind́ependants et de m̂eme loi. Chacun des
param̀etresµjk est estiḿe sans biais par la moyenne

ȳ.jk =
1
c

c∑
i=1

yijk.

Définissonśegalement les moyennes suivantes :

ȳ.j. =
1
K

K∑
k=1

ȳ.jk,

ȳ..k =
1
J

J∑
j=1

ȳ.jk,

ȳ... =
1
J

J∑
j=1

ȳ.j. =
1
K

K∑
k=1

ȳ..k.

qui n’ont de sens que dans le caséquiŕeṕet́e. La m̂eme convention du point en indice estégalement utiliśee
pour exprimer les moyennes des paramètresµijk.

Les moyennes de chaque cellule sont alors décompośees en plusieurs termes afin de faire apparaı̂tre
l’influence de chaque facteur :

Terme Param̀etre Estimation
Moyenne ǵeńerale µ.. ȳ...

Effet niveauj du 1er facteur αj = µj. − µ.. ȳ.j. − ȳ...

Effet niveauk du 2̀eme facteur βk = µ.k − µ.. ȳ..k − ȳ...

Effet de l’interaction γjk = µjk − µj. − µ.k + µ.. ȳ.jk − ȳ.j. − ȳ..k + y...

Avec les notations du tableau ci-dessus, on appelleµ.. l’effet géńeral,µj. l’effet du niveauj du premier
facteur,αj l’effet diff érentiel du niveauj du premier facteur (m̂eme chose avecµ.k et βk pour le 2̀eme
facteur),γjk l’effet d’interaction des niveauxj etk.

Un mod̀ele d’analyse de varianceà deux facteurs s’écrit alors :

yijk = µ.. + αj + βk + γjk + εijk où

 j = 1, . . . , J ;
k = 1, . . . ,K ;
i = 1, . . . , njk = c ;

avec les contraintes
J∑

j=1

αj =
K∑

k=1

βk = 0 ; ∀k,
J∑

j=1

γjk = 0 ; ∀j,
K∑

k=1

γjk = 0

qui découlent de la d́efinition des effets et assurent l’unicité de la solution.

3.2 Interaction

Lorsque les param̀etres d’interactionγjk sont tous nuls, le modèle est ditadditif ce qui correspond̀a
une situation tr̀es particulìere. Elle intervient lorsque

ȳ.jk − ȳ..k = ȳ.j. − y... ∀j = 1, . . . J ; ∀k = 1, . . . ,K

ce qui signifie que leśecarts relatifs du premier facteur sont indépendants du niveauk du 2̀eme facteur (et
vice versa).

Graphiquement, cela se traduit dans la figure 3.1 qui illustre les comportements des moyennes des
cellules de mod̀eles avec ou sans interaction (additif). Chaque ligne est appelée unprofil, et la pŕesence
d’interactions se caractérise par le croisement de ces profils tandis que le parallélisme indique l’absence
d’interactions. La question estévidemment de tester si des croisements observés sont juǵes significatifs.

Attention, un manque de parallélisme peut aussîetre d̂u à la pŕesence d’une relation non-linéaire entre
la variableY et l’un des facteurs.
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FIG. 3.1 – Moyennes de la variableY pour chaque niveau d’un facteur en fonction des niveaux de l’autre
facteur.

3.3 Modèles de ŕegression

Comme dans le cas du modèleà un facteur, l’analyse d’un plaǹa deux facteurs se ramèneà l’estimation
et l’étude de mod̀eles de ŕegression sur variables indicatrices. En plus de celles des niveaux des deux facteurs
{11

1, . . . ,1
1
J}, et{12

1, . . . ,1
2
K}, la prise en compte de l’interaction nécessite de considérer les indicatrices

de chaque cellule ou traitement obtenues par produit des indicatrices des niveaux associés :

11×2
jk = 11

j × 12
k ; j = 1 . . . , J ; k = 1, . . . ,K.

Le mod̀ele s’́ecrit alors avec une autre paramétrisation :

y = β01 + β1,111
1 + · · ·+ β1,J11

J + β2,112
1 + · · ·+ β2,K12

K + β1×2,111×2
1 + · · ·+ β1×2,JK11×2

J,K + u,

il comporte1+I +J +I×J param̀etres mais les colonnes deX sont soumises̀a de nombreuses combinai-
sons lińeaires : une par paquet de11

j ou de12
k et une pour chaque paquet de11×2

jk à j ouk fixé. La matrice
X′X n’est pas inversible. Diff́erentes approches sont proposées pour ŕesoudre ce problème d’identifiabilit́e
des param̀etres.

• Supprimer une des indicatrices : en fonction de la base d’indicatrices choisie, différents mod̀eles et
donc diff́erentes paraḿetrisations sont considéŕees.

• Ajouter une contrainte sur les paramètres afin de rendre unique la solution.
• Chercher une solutioǹa partir d’uninverse ǵeńeralisé1 de la matriceX′X.
Dans le cas du modèle d’analyse de variancèa un facteur, seule la première solution est couramment

emploýee. Les autres, plus géńerales, le sont dans le cas de plusieurs facteurs et justifiées par des plan-
nifications plus complexes ; différents inverses géńeraliśes permettant de reconstruire les solutions avec
contraintes ou paŕelimination d’une variable indicatrice. Les différents mod̀eles consid́eŕes par les logiciels
conduisent alors̀a des testśequivalents mais attention, la matriceX et le vecteurβ prennent des significa-
tions différentes.

3.4 Stratégie de test

Une premìere d́ecomposition de la variance associée au test ǵeńeral de nullit́e de tous les param̀etres est
propośee dans les logiciels mais celle-ci ne présente que peu d’intér̂et. On consid̀ere ensuite les sommes de

1On dit que la matriceA− est inverse ǵeńeraliśe de la matrice carréeA si elle v́erifie :A−AA− = AA−A = A−.
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carŕes sṕecifiques au caśequiŕeṕet́e :

SST=
c∑

i=1

J∑
j=1

K∑
k=1

(yijk − ȳ...)2 =
c∑

i=1

J∑
j=1

K∑
k=1

y2
ijk − cJKȳ2

...,

SS1= cK
J∑

j=1

(ȳ.j. − ȳ...)2 =cK
J∑

j=1

y2
.j. − cJKȳ2

...,

SS2= cJ
K∑

k=1

(ȳ..k − ȳ...)2 =cJ
K∑

k=1

y2
..k − cJKȳ2

...,

SSI= c
J∑

j=1

K∑
k=1

(ȳ.jk − ȳ.j. − ȳ..k + ȳ...)2=c

J∑
j=1

K∑
k=1

ȳ2
.jk − cK

J∑
j=1

y2
.j.−

−cJ
K∑

k=1

y2
..k + cJKȳ2

...,

SSE=
c∑

i=1

J∑
j=1

K∑
k=1

(yijk − ȳ.jk)2 =
c∑

i=1

J∑
j=1

K∑
k=1

y2
ijk − c

J∑
j=1

K∑
k=1

ȳ2
.jk.

Dans ce cas, il est facile de montrer que tous les “doubles produits” des décompositions s’annulent (théor̀eme
de Pythagore) et

SST= SS1+ SS2+ SSI+ SSE.

On parle alors de plansorthogonauxet les trois hypoth̀eses suivantes (associéesà des regroupements de
contrastes) peuventêtre consid́eŕees de façon ind́ependante :

H03 : γ11 = · · · = γJK = 0, pas d’effet d’interaction.

H02 : β1 = · · · = βK = 0, etH03, pas d’effet du 2̀eme facteur

H01 : α1 = · · · = αJ = 0, etH03, pas d’effet du 1er facteur

Elles sont́evalúees dans la table ci-dessous qui présente l’unique d́ecomposition de la variance dans le cas
équiŕeṕet́e2.

Source de
variation d.d.l.

Somme
des carŕes Variance F

1er facteur J − 1 SS1 MS1=SS1/(J − 1) MS1/MSE
2ème facteur K − 1 SS2 MS2=SS2/(K − 1) MS2/MSE

Interaction (J − 1)(K − 1) SSI MSI= SSI
(J−1)(K−1) MSI/MSE

Erreur JK(c− 1) SSE MSE=SSE/JK(c− 1)
Total cJK − 1 SST

Diff érentes stratégies de test sont suivies dans la littérature mais la plus couramment pratiquée consiste
à comparer le mod̀ele complet avec chacun des sous-modèles :

• ÉvaluerH03 de pŕesence ou absence des termes d’interaction. Il existe des modèles interḿediaires de
structuration de l’interaction mais le cas le plus simple du “tout ou rien” est retenu. Deux possibilités
se pŕesentent alors.

i. Si l’interaction est significativement présente alors les deux facteurs sont influents ne serait-
ce que par l’interaction. Il n’y a pas lieu de tester leur présence parH01 et H02. Néanmoins
il est d’usage de comparer les différentes statistiquesF de test afin d’apprécier les rapports
d’influence entre les effets principaux et l’interaction.

2Les options SS1,SS2, SS3, SS4 de SAS fournissent ainsi les mêmes ŕesultats.
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ii. Si l’interaction n’est pas significativement présente, il reste alors̀a tester l’effet de chaque fac-
teur. Certains auteurs ré-estiment le mod̀eleadditif sans param̀etre d’interaction (cf. remarque
ci-dessous). Cela est déconseilĺe pour se prot́eger contre un manque possible de puissance du
test de l’interaction. En effet, une faible interaction non déceĺee fausse l’estimations2 deσ2. Il
est donc pŕeférable de conserver le modèle complet et de tester l’influence des facteurs par la
nullité desαj etβj à partir des statistiques de la table ci-dessus.

Remarques

i. Si, compte tenu de connaissancesa priori li éesà un probl̀eme sṕecifique, l’interaction est́eliminée
du mod̀ele, on est donc conduità estimer un mod̀ele additif plus simple (sans paramètresγjk). Dans
ce cas, le nombre de paramètresà estimer et ainsi le nombre de degrés de libert́e, la somme de carrés
SSE et donc l’estimations2 = MSE deσ2 ne sont plus les valeurs fournies par la table d’analyse
de variance ci-dessus. On distingue donc le cas d’un modèlea priori additif d’un mod̀ele dans lequel
l’hypothèse de nullit́e des interactions est acceptée.

ii. D’autres tests plus spécifiques sont construits en considérant des combinaisons linéaires des pa-
ramètres (contrastes) ou en effectuant des comparaisons multiples comme dans le casà un facteur
(Bonferroni, Tukey, Scheffe. . . ).

iii. Les tests d’homoǵeńeité des variances se traitent comme dans le cas du modèle à un facteur en
consid́erant lesJK combinaisons possibles.

4 Problèmes sṕecifiques

Certaines contraintes expérimentales peuvent induire des spécificités dans la planification et ainsi, par
conśequence, dans le modèle d’analyse de variance associé. Un expośe d́etaillé des situations possibles sort
du cadre de ce cours de 2ème cycle. Nous nous contenterons de citer ici certains problèmes courants en
soulignant les difficult́es occasionńees et quelqueśeléments de solution.

4.1 Facteur bloc

Les facteurs peuvent jouer des rôles diff́erents. Certains sont contrôlés par l’exṕerimentateur qui sait
en fixer pŕeciśement le niveau, d’autres, appelésblocs, sont des sources de variation propres aux procéd́es
exṕerimentaux mais dont il faut tenir compte dans l’analyse car source d’hét́eroǵeńeité. L’exemple le plus
typique concerne l’exṕerimentation agronomique en plein champ dans laquelle il est impossible de garantir
l’homogéńeité des conditions climatiques, hydrométriques ou encore de fertilité. Chaque champ ou bloc est
donc d́ecouṕe en parcelles “identiques” qui recevront chacune un traitement.

Dans d’autres situations, certaines mesures ne sont pas indépendantes, par exemple, lorsqu’elles sont
réaliśees sur les m̂emes individus dans le cas demesures ŕeṕet́ees. Il est alors indispensable d’introduire un
facteur bloc rendant compte de la structure particulière de l’exṕerimentation.

L’objectif est de śeparer pour contrôler “au mieux” les sources de variation. Une “randomisation”, ou
tirage au sort, est réaliśe à l’intérieur de chaque bloc afin de répartir “au hasard”, dans l’espace, dans le
temps, l’exṕerimentation des traitements ou combinaisons des autres facteurs.

4.2 Plan sans ŕepétition

Si une seule exṕerience ou mesure est réaliśee par cellule ou traitement, les composantes d’interaction
et ŕesiduelles sont confondues. Aucune hypothèse n’est testable dans le cadre géńeral pŕećedent. Il est
néanmoins possible de se placer dans le cadre du modèle additif afin de tester l’influence de chaque facteur
sous l’hypoth̀ese implicite de non interaction.

4.3 Plans d́eśequilibr és, incomplets

Le cas de plans d́eśequilibŕes, c’est-̀a-dire dans lesquels le nombre d’observations n’est pas le même
dans chaque cellule ou pour chaque traitement, nécessite une attention particulière, surtout si, en plus, des
cellules sont vides. Diff́erents probl̀emes surgissent alors :
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• les moyennes̄y.j. ou ȳ..k définissant les estimateurs n’ont plus de sens,
• les “doubles produits” des décompositions des sommes de carrés ne se simplifient plus, il n’y a plus

“orthogonalit́e”,
• en conśequence, les hypothèses pŕećedentes ou ensembles de contrastes ne peuvent plusêtre consid́eŕes

de manìere ind́ependante.
Néanmoins, l’approche géńerale par mod̀ele linéaire des indicatrices reste valide. La solution obtenue par
inverse ǵeńeraliśe :

b = (X′X)−X′y

n’est pas unique mais est utilisée pour construire des fonctions estimables deséléments deb : k′b où k
est un vecteur d́efinissant un contraste. Plusieurs contrastes linéairement ind́ependantśetant regrouṕes dans
une matriceK, l’hypothèse associée :K′b = 0 est alors testable en considérant la somme des carrés

SSK = (K′b)′[K′(X′X)−K]−1(K′b)

avec rang(K) pour nombre de degrés de libert́e.

Cette proćedure “̀a la main” de construction des testsétant assez lourde, SAS propose l’étude d’hy-
poth̀eses “standards”̀a travers quatre options. La première (SS1) fait intervenir l’ordre d’introduction
des facteurs et est plus particulièrement adaptée aux mod̀eles híerarchiśes, par exemple polynômiaux. La
troisième (SS3) est conseillée dans les cas où les ińegalit́es d’effectifs n’ont pas de signification particulière,
ne sont pas d́ependantes des niveaux des facteurs. Les deux autres options (SS2, SS4) ne sont guère uti-
lisées, SS4, prévue pour les plans incomplets peut fournir des résultatśetranges. En pratique standard, SS1
et SS3 sont comparées afin de s’assurer ou non de l’équiŕepartition puis les ŕesultats de SS3 sont interprét́es
comme dans le caśequiŕeṕet́e.

4.4 Modèlesà plus de deux facteurs

La prise en compte de plus de deux facteurs dans un modèle d’analyse de variance n’introduit pas de
probl̀eme th́eorique fondamentalement nouveau. Seule la multiplication des indices et l’explosion combina-
toire du nombre d’interactions̀a consid́erer compliquent la mise en œuvre pratique d’autant que beaucoup
d’expérimentations sont ńecessaires si la réalisation d’un plan complet est visée. Dans le cas contraire, tous
les niveaux d’interaction ne sont pas testables et, comme dans le cas sans réṕetition, il faudra consid́erer des
mod̀eles moins ambitieux en supposant implicitement des hypothèses sur l’absence d’interactions d’ordres
élev́es. Si les facteurs sont très nombreux, il est courant de limiter chacunà 2 (ou 3 pour un mod̀ele quadra-
tique) niveaux et de ne considérer que certaines combinaisons deuxà deux de facteurs. On parle alors de
plansfractionnaires.

4.5 Facteurs híerarchisés

Certains facteurs ou blocs peuvent par ailleursêtre híerarchiśes ou embôıtés : les niveaux de certains
facteurs sont conditionnés par d’autres facteurs. La composante d’interaction se confond alors avec la com-
posante relative au facteur subordonné. Le mod̀ele d’analyse de variance adapté à cette situation est dit
hiérarchiśe. Dans SAS, une syntaxe particulière permet de d́efinir la structure.

5 Analyse de covariance

L’ analyse de covariancese situe encore dans le cadre géńeral du mod̀ele linéaire et òu une variable
quantitative est expliqúee par plusieurs variables̀a la fois quantitatives et qualitatives. Dans les cas les
plus complexes, ont peut avoir plusieurs facteurs (variables qualitatives) avec une structure croisée ou
hiérarchique ainsi que plusieurs variables quantitatives intervenant de manière lińeaire ou polyn̂omiale.
Le principe ǵeńeral est toujours d’estimer des modèles “intra-groupes” et de faire apparâıtre (tester) des
effets diff́erentiels “inter-groupes” des param̀etres des ŕegressions. Ainsi, dans le cas plus simple où seule-
ment une variable parmi les explicatives est quantitative, nous sommes amenésà tester l’h́et́eroǵeńeité des
constantes et celle des pentes (interaction) entre différents mod̀eles de ŕegression lińeaire.
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5.1 Modèle

Le mod̀ele est explicit́e dans le caśelémentaire òu une variable quantitativeY est expliqúee par une
variable qualitativeT à J niveaux et une variable quantitative, appelée encore covariable,X. Pour chaque
niveauj deT , on observenj valeursx1j , . . . , xnjj deX et nj valeursy1j , . . . , ynjj deY ; n =

∑J
j=1 nj

est la taille de l’́echantillon.

En pratique, avant de lancer une procédure de mod́elisation et tests, une démarche exploratoire s’ap-
puyant sur une représentation en couleur (une par modalité j de T) du nuage de points croisantY et X
et associant les droites de régression permet de se faire une idée sur les effets respectifs des variables :
paralĺelisme des droites,́etirement, imbrication des sous-nuages.

On suppose que les moyennes conditionnellesE[Y |T ], c’est-̀a-dire calcuĺeesà l’intérieur de chaque
cellule, sont dans le sous-espace vectoriel engendré par les variables explicatives quantitatives, iciX. Ceci
s’écrit :

yij = β0j + β1jxij + εij ; j = 1, . . . , J ; i = 1, · · · , nj

où lesεij sont i.i.d. suivant une loi centrée de varianceσ2 qui sera supposéeN (0, σ2) pour la construction
des tests.

Notonsy le vecteur des observations[yij |i = 1, nj ; j = 1, J ]′ mis en colonne,x le vecteur[xij |i =
1, nj ; j = 1, J ]′, u = [εij |i = 1, nj ; j = 1, J ]′ le vecteur des erreurs,1j les variables indicatrices des
niveaux et1 la colonne de 1s. On note encorex.1j le produit termèa terme des deux vecteurs, c’est-à-dire
le vecteur contenant les observations deX sur les individus prenant le niveauj deT et des źeros ailleurs.

La résolution simultańee desJ mod̀eles de ŕegression est alors obtenue en considérant globalement le
mod̀ele :

y = Xβ + u

dans lequelX est la matricen×2J constitúee des blocs[1j |x.1j ] ; j = 1, . . . , J . L’estimation de ce mod̀ele
global conduit, par bloc,̀a estimer les mod̀eles de ŕegression dans chacune des cellules.

Comme pour l’analyse de variance, les logiciels opèrent une reparaḿetrisation faisant apparaı̂tre des
effets diff́erentiels par rapport au dernier niveau (SAS/GLM, SAS/INSIGHT) ou par rapportà un effet
moyen (Systat), afin d’obtenir directement les bonnes hypothèses dans les tests. Ainsi, dans le premier cas,
on consid̀ere la matrice de m̂eme rang (sans laJ ème indicatrice)

X = [1|x|11| · · · |1J−1|x.11| · · · |x.1J−1]

assocíee aux mod̀eles :

yij = β0J + (β0j − β0J) + β1Jxij + (β1j − β1J)xij + εij ; j = 1, . . . , J − 1; i = 1, . . . , nj .

5.2 Tests

Diff érentes hypoth̀eses sont alors testées en comparant le modèle complet

y = β0J1 + (β01 − β0J)11 + · · ·+ (β0J−1 − β0J)1J−1 + β1Jx +
+ (β11 − β1J)x.11 + · · ·+ (β1J−1 − β1J)x.1J−1 + u

à chacun des modèles ŕeduits :

(i) y = β0J1 + (β01 − β0J)11 + · · ·+ (β0J−1 − β0J)1J−1 + β1Jx + u

(ii) y = β0J1 + (β01 − β0J)11 + · · ·+ (β0J−1 − β0J)1J−1 +
+(β1j − β1J)x.11 + · · ·+ (β1J−1 − β1J)x.1J−1 + u

(iii) y = β0J1 + β1Jx + (β1j − β1J)x.11 + · · ·+ (β1J−1 − β1J)x.1J−1 + u

par un test de Fisher. Ceci revientà consid́erer les hypoth̀eses suivantes :
• Hi

0 : pas d’interaction,β11 = · · · = β1J , les droites partagent la m̂eme penteβ1J ,
• Hii

0 : β1J=0,
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• Hiii
0 :β01 = · · · = β0J , les droites partagent la m̂eme constantèa l’origineβ0J .

On commence donc parévaluer i), si le test n’est pas significatif, on regarde ii) qui, s’il n’est pas non
plus significatif, conduit̀a l’absence d’effet de la variableX. De m̂eme, toujours si i) n’est pas significatif,
on s’int́eressèa iii) pour juger de l’effet du facteurT .

5.3 Cas ǵenéral

Ce cadre th́eorique et les outils informatiques (SAS/GLM) permettent de considérer des mod̀eles beau-
coup plus complexes incluant plusieurs facteurs, plusieurs variables quantitatives, voire des polynômes de
celles-ci, ainsi que les diverses interactions entre qualitatives et quantitatives. Le choix du “bon” modèle
devient vite complexe d’autant que la stratégie d́epend, comme pour la régression lińeaire multiple, de
l’objectif visé :

descriptif : des outils multidimensionnels descriptifs (ACP, AFD, AFCM. . . ) s’avèrent souvent plus ef-
ficaces pour śelectionner, en première approche, un sous-ensemble de variables explicatives avant
d’opérer une mod́elisation,

explicatif : de la prudence est requise d’autant que les hypothèses ne peuvent̂etre évalúees de façon
indépendante surtout si, en plus, des cellules sont déśequilibŕees ou vides,

pr édictif : la recherche d’un mod̀ele efficace, donc parcimonieux, peut conduireà ńegliger des interactions
ou effets principaux lorsqu’une faible amélioration duR2 le justifie et m̂eme si le test correspondant
apparâıt comme significatif. L’utilisation duCp est possible mais en géńeral ce crit̀ere n’est pas
calcuĺe et d’utilisation d́elicate pour d́efinir ce qu’est le “vrai” mod̀ele de ŕeférence. En revanche, le
PRESS donne des indications pertinentes.

6 Exemple

6.1 Les donńees

Les donńees, extraites de Jobson (1991), sont issues d’uneétude marketing visant̀a étudier l’impact
de différentes campagnes publicitaires sur les ventes de différents aliments. Uńechantillon ou “panel” de
familles aét́e constitúe en tenant compte du lieu d’habitation ainsi que de la constitution de la famille.
Chaque semaine, chacune de ces familles ont rempli un questionnaire décrivant les achats réaliśes.

Nous nous limitons icìa l’étude de l’impact sur la consommation de lait de quatre campagnes diffusées
sur des châınes locales de télévision. Quatre villes, une par campagne publicitaire, ontét́e choisies dans
cinq différentes ŕegions ǵeographiques. Les consommations en lait par chacune des six familles par ville
alorsét́e mesuŕees (en dollars) après deux mois de campagne.

Les donńees se pŕesentent sous la forme d’un tableauà 6 variables : la ŕegion ǵeographique, les 4
consommations pour chacune des villes ou campagnes publicitaires diffusées, la taille de la famille.

6.2 Analyse de variancèa un facteur

Une premìere étude s’int́eressèa l’effet du simple facteur “type de campagne publicitaire”. On sup-
pose implicitement que les familles ontét́e d́esigńees aĺeatoirement ind́ependamment de l’appartenance
géographique ou de leur taille. La procédure SAS/ANOVA est utiliśee dans le programme suivant. Elle plus
particulìerement adaptée aux situationśequilibŕees comme c’est le cas pour cet exemple. Le cas déśequilibŕe
ne pose pas de problème majeur pour un modèleà un facteur mais pour deux facteurs ou plus, un message
signale que les résultats sont fournis sous la responsabilité de l’utilisateur. Dans ce cas, la procédure plus
géńerale SAS/GLM doit̂etre utiliśee.

Après une ŕeorganisation des données permettant de construire une nouvelle variable décrivant le facteur
“pub” ainsi que la variable unique consommation, le programme suivant aét́e ex́ecut́e :

title;
options pagesize=66 linesize=110 nonumber nodate;
proc anova data=sasuser.milkcc;
class pub;
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model consom=pub;
means pub/bon scheffe tukey;
run;

SAS/ANOVA estime les param̀etres du mod̀ele d’analyse de varianceà un facteur puis présente ensuite
les ŕesultats des tests de comparaison multiple demandés en option. Cette procédure signale explicitement
que des problèmes peuvent apparaı̂tre si certains tests, spécifiques au caśequiŕeṕet́e, sont utiliśes hors
de leur contexte. Diff́erentes options de présentation des résultats sont proposées : tests avec niveau pa-
ramétrable (5% par d́efaut) de significativit́e, intervalles de confiance des différences ou des moyennes.

Dans cet exemple, une des trois procédures de tests utilisée ne conclut pas aux mêmes ŕesultats. Les tests
de Scheffe acceptent tous l’hypothèseH0 d’égalit́e des diff́erentes moyennes. on retrouve ainsi le caractère
conservatif de cette procédure.

La proćedure SAS/NPAR1WAY a ensuiteét́e ex́ecut́ee pour obtenir les résultats des test non-paramétriques.

proc npar1way data=sasuser.milkcc;
class pub;
var consom;
run;

Les ŕesultats sont encore “mitigés”.

Source DF Sum of Squares Mean Square F Value Pr > F
(1)

Model 3 4585.68048667(2) 1528.56016222(5) 3.16(7) 0.0275(8)
Error 116 56187.44398000(3) 484.37451707(6)
Corrected Total 119 60773.12446667(4)

R-Square C.V. Root MSE CONSOM Mean
0.075456(12) 54.05283(11) 22.00851011(9) 40.71666667(10)

(1) degŕes de libert́e pour le calcul des moyennes et la sélection de la loi de Fisher du test global
(2) SSB
(3) SSW
(4) SST=SSW+SSB
(5) SSB/DF
(6) s2 =MSE=SSW/DF est l’estimation deσ2

u

(7) StatistiqueF du test de Fisher du modèle global
(8) P (fp;n−p−1 > F ) ; H0 est rejet́ee au niveauα si P < α
(9) s =racine de MSE
(10) moyenne empirique de la variableà expliqúee
(11) Coefficient de variation100× (9)/(10)
(12) Coefficient de d́eterminationR2

Tukey’s Studentized Range (HSD)
Alpha= 0.05 df= 116 MSE= 484.3745
Minimum Significant Difference= 14.813
Means with the same letter are not significantly different.

Tukey Grouping Mean N PUB

A 51.030 30 4
A

B A 39.647 30 2
B A
B A 37.239 30 1
B
B 34.951 30 3
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FIG. 3.2 – Profil moyen et profils de la consommation moyenne de chaque région en fonction du type de
campagne.

Test non-paramétrique
Wilcoxon Scores (Rank Sums) for Variable CONSOM
Classified by Variable PUB

Sum of Expected Std Dev Mean
PUB N Scores Under H0 Under H0 Score
1 30 1675.00000 1815.0 164.999427 55.8333333
2 30 1781.50000 1815.0 164.999427 59.3833333
3 30 1562.50000 1815.0 164.999427 52.0833333
4 30 2241.00000 1815.0 164.999427 74.7000000

Kruskal-Wallis Test (Chi-Square Approximation)
CHISQ = 7.3266 DF = 3 Prob > CHISQ = 0.0622

6.3 Modèleà deux facteurs

Uneétude graphique préalable des interactions est toujours instructive :

proc means data=sasuser.milkcc mean stderr;
class pub region;
var consom;
output out=cellmoy mean=moycons;
run;
symbol i=join v=dot cv=black ;
symbol2 i=join v=% cv=black h=2;
symbol3 i=join v=’"’ cv=black h=2;
symbol4 i=join v=# cv=black h=2;
symbol5 i=join v=$ cv=black h=2;%$
proc gplot data=cellmoy;
plot moycons*region=pub;
run;
goptions reset=all; quit;

Nous sommes dans le caséquiŕeṕet́e, la proćedure SAS/ANOVA reste valide mais SAS/GLM, plus géńerale,
est utiliśee et fournit dans ce cas les mêmes ŕesultats. Cette procédure adaptée aux situations complexes
fournit également d’autres options (contrastes, estimation des paramètres. . . ).

title;
options pagesize=66 linesize=110 nonumber nodate;
proc glm data=sasuser.milkcc;
class pub region;
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model consom= pub region pub*region;

run;

General Linear Models Procedure
(0)

Source DF Sum of Squares Mean Square F Value Pr > F
Model 19 18391.10933333 967.95312281 2.28 0.0045
Error 100 42382.01513333 423.82015133
Corrected Total 119 60773.12446667

R-Square C.V. Root MSE CONSOM Mean
0.302619 50.56134 20.58689271 40.71666667

Source DF Type III SS Mean Square F Value Pr > F
(1) (5) (6) (7)

PUB 3 4585.68048667(2) 1528.56016222 3.61 0.0160
REGION 4 4867.51141667(3) 1216.87785417 2.87 0.0268
PUB*REGION 12 8937.91743000(4) 744.82645250 1.76 0.0658

(0) Tableau associé au test global de nullité de tous les param̀etres.
(1) Degŕes de libert́e pour le calcul des moyennes et sélection de la loi de Fisher.
(2) SS1
(3) SS2
(4) SSI
(5) SS1,2,I/DF
(6) StatistiqueF pour chacun des tests
(7) P (fp;n−p−1 > F ) ; Hi est rejet́ee au niveauα si P < α

6.4 Analyse de covariance

La variable “taille” est quantitative. On s’intéressèa différents mod̀eles de ŕegression visant̀a expliquer
la consommation en fonction de la taille de la famille conditionnellement au type de campagne publicitaire.

proc glm data=sasuser.milk;
class pub;
model consom=pub taille pub*taille;
run;

Les ŕesultats ci-dessous conduiraientà conclurèa une forte influence de la taille maisà l’absence d’influence
du type de campagne. Les droites de régression ne semblent pas significativement différentes.

Source DF Type III SS Mean Square F Value Pr > F
PUB 3 227.1807 75.7269 0.57 0.6377 (1)
TAILLE 1 40926.0157 40926.0157 306.57 0.0001 (2)
TAILLE*PUB 3 309.8451 103.2817 0.77 0.5111 (3)

(1) Test de la significativit́e des diff́erences des termes constants.
(2) Test de l’influence du facteur quantitatif.
(3) Test de la significativit́e des diff́erences des pentes (interaction).

Néanmoins, compte tenu des résultats pŕećedents (analyse de variance), le même calcul est effectué
pour chaque ŕegion :

proc glm data=sasuser.milk;
by region;
class pub;
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model consom=pub taille pub*taille;
run;

Ŕegion Source DF Type III SS Mean Square F Value Pr > F

PUB 3 72.02974 24.00991 4.62 0.0164
1 TAILLE 1 7178.32142 7178.32142 1380.25 0.0001

TAILLE*PUB 3 217.37048 72.45683 13.93 0.0001

PUB 3 231.73422 77.24474 30.36 0.0001
2 TAILLE 1 8655.25201 8655.25201 3402.34 0.0001

TAILLE*PUB 3 50.15069 16.71690 6.57 0.0042

PUB 3 79.54688 26.51563 6.01 0.0061
3 TAILLE 1 6993.30160 6993.30160 1585.35 0.0001

TAILLE*PUB 3 173.19305 57.73102 13.09 0.0001

PUB 3 415.66664 138.55555 15.23 0.0001
4 TAILLE 1 9743.37830 9743.37830 1071.32 0.0001

TAILLE*PUB 3 361.39556 120.46519 13.25 0.0001

PUB 3 15.35494 5.11831 0.79 0.5168
5 TAILLE 1 8513.28516 8513.28516 1314.71 0.0001

TAILLE*PUB 3 52.75119 17.58373 2.72 0.0793

Il apparâıt alors qu’̀a l’intérieur de chaque région (sauf ŕegion 5), les campagnes de publicité ont un
effet tant sur la constante que sur la pente.

Ceci incite donc̀a se ḿefier desinteractionset encouragèa toujours conserver le facteur bloc dans une
analyse. Une approche complète, consid́eranta priori toutes les variables (3 facteurs), est ici nécessaire (cf.
TP).

7 Exercices

Exo 1

On se place dans le cadre du modèle d’analyse de varianceà un facteur :

yij = µi + εij i = 1, nj ; j = 1, J.

On se propose de comparer la régression de la variableY sur deux syst̀emes d’indicatrices1j des modalit́es
engendrant le m̂eme espace. On rappelle les formules d’inversion par bloc d’une matrice carréeA−1 = B :

i. B11 = [A11 −A12A−1
22 A21]−1 = A−1

11 + A−1
11 A12B22A21A−1

11

ii. B12 = −A−1
11 A12[A22 −A21A−1

11 A12]−1 = −A−1
11 A12B22

iii. B21 = −A−1
22 A21[A11 −A12A−1

22 A21]−1 = −A−1
22 A21B11

iv. B22 = [A22 −A21A−1
11 A12]−1 = A−1

22 + A−1
22 A21B11A12A−1

22

Pour chacun des deux modèles de ŕegression ci-dessous :

y = β111 + · · ·+ βJ1J + u (3.1)

y = β01 + β111 + · · ·+ βJ−11J−1 + u (3.2)

exprimer les matricesX,X′X, (X′X)−1 assocíees ainsi que le vecteurb des estimations des paramètres.

Exo 2

Consid́erons le mod̀eleéquilibŕe d’analyse de variancèa deux facteurs :

yijk = µjk + εijk où

 j = 1, . . . , J ;
k = 1, . . . ,K ;
i = 1, . . . , njk = c ;

Lesεijk sont suppośes mutuellement ind́ependants et de m̂eme distributionN (0, σ2).
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i. Montrer la d́ecomposition des sommes de carrés : SST=SS1+SS2+SSI+SSE.

ii. ExprimerE[ȳ2
..k], E[ȳ2

.j.], E[ȳ2
.jk], E[ȳ2

...] en fonction deσ2, J,K et des param̀etresµ, µj., µ.k, µjk

(calculer d’abord les moyennes puis les variances).

iii. En d́eduire que

E[SS1] = σ2(J − 1) + cK
J∑

j=1

(µj. − µ)2

E[SS2] = σ2(K − 1) + cJ
K∑

k=1

(µ.k − µ)2

E[SSI] = σ2(J − 1)(K − 1) + c
J∑

j=1

K∑
k=1

(µjk − µj. − µ.k + µ)2

E[SSE] = σ2JK(c− 1)

Exo 3

Un agronome a mesuré le rendement d’une culture de haricots en fonction de deux caractères : la varíet́e
de l’esp̀ece (5 niveaux), et un traitement (3 niveaux). Il obtient 15 observations rangées dans le tableau ci-
dessous.

A B C D E
T1 17.5 20.0 18.0 17.0 16.5
T2 15.1 16.0 13.0 12.0 14.5
T3 10.0 13.0 10.0 11.0 12.0

Il consid̀ere comme mod̀ele de ŕeférence un mod̀ele gaussien.

i. Qu’obtiendrait-il en ajustant un modèle à 2 facteurs avec interactions sur ces données (valeurs es-
timées, estimation deσ, résidus) ? Est-il possible de tester la présence d’interaction ?

ii. Il veut estimer le mod̀eleà deux facteurs sans interaction avec SAS. Quelle procédure doit-il utiliser,
anova ouglm ?

iii. La proćedureglm lui fournit les ŕesultats suivant :
General Linear Models Procedure

Dependent Variable: RENDMNT
Sum of Mean

Source DF Squares Square F Value Pr > F
Model 6 125.74400000 20.95733333 20.63 0.0002
Error 8 8.12533333 1.01566667
Corrected Total 14 133.86933333

R-Square C.V. Root MSE RENDMNT Mean
0.939304 7.011616 1.0078029 14.373333

Source DF Type III SS Mean Square F Value Pr > F
TRAIT 2 109.38133333 54.69066667 53.85 0.0001
VARIET 4 16.36266667 4.09066667 4.03 0.0445

Quelles onclusions tirer sur l’effet des facteurs ?
iv. Le test de Bonferroni de comparaison multiple sur les variét́es puis sur les traitements donnent les

résultats ci-dessous :
Bon Grouping Mean N TRAIT

A 17.8000 5 T1
B 14.1200 5 T2
C 11.2000 5 T3

Bon Grouping Mean N VARIET
A 16.3333 3 B
A
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A 14.3333 3 E
A
A 14.2000 3 A
A
A 13.6667 3 C
A
A 13.3333 3 D

Que peut-il conclure ? Est-ce cohérent avec les résultats pŕećedents ?

Exo4

El Ringo ach̀ete du caf́e vert dans le monde entier avant de le torréfier puis de le redistribuer. Son
probl̀eme est de prévoir laperte de poidsdueà la torŕefaction. Cette perte, qui peut atteindre 20%, condi-
tionne directement sa marge béńeficiaire, elle doit̂etre estiḿee le plus pŕeciśement possible au moment de
l’achat afin de pouvoir ńegocier le prix au plus juste. Son nez, légendaire lors de la torréfaction, est innef-
ficace sur du café vert. El Ringo fait l’acquisition d’un chromatographe qui peut lui fournir rapidement 5
indicateurs nuḿeriquesà partir d’unéchantillon. Il ŕealise alors 189 expériences sur deśechantillons de
diverses provenances et construit un tableau contenant pour chaqueéchantillon les mesures chromatogra-
phiques sur le café vert (lumin, xa, xb xy xgn ) et laperte de poids apr̀es torŕefaction. L’objectif
est de construire un bon modèle de pŕediction.

i. Grâceà son tableur il tente d’expliquer laperte par la variablelumin et obtient les ŕesultats ci-
dessous. Critiquez ceux-ci.

mod̀ele perte=lumin
Model 1 837.16554 837.16554 581.768 0.0001
Error 187 269.09343 1.43900
C Total 188 1106.25897

Root MSE 1.19958 R-square 0.7568
Dep Mean 16.54958 Adj R-sq 0.7555
C.V. 7.24843

P E R T E

1 0
1 2
1 4
1 6
1 8
2 0
2 2
2 4

L U M I N

1 0 2 0 3 0 4 0 5 0

- 3
- 2
- 1
0
1
2
3
4

P E R T E  p r e d i c t e d  v a l u e s

8 1 0 1 2 1 4 1 6 1 8 2 0 2 2

Régression de laperte en fonction delumin et graphe des ŕesidus

ii. Son voisin physicien lui conseille une autre analyse, utilisant une variableTlumin , qui fournit les
résultats suivants. Quelle est cette variableTlumin ? Que devient le mod̀ele ? Ce choix est-il fruc-
tueux ?

mod̀ele perte=Tlumin
Model 1 893.41575 893.41575 784.938 0.0001
Error 187 212.84322 1.13820
C Total 188 1106.25897

Root MSE 1.06686 R-square 0.8076
Dep Mean 16.54958 Adj R-sq 0.8066
C.V. 6.44647
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P E R T E

1 0
1 2
1 4
1 6
1 8
2 0
2 2
2 4

t ( l u m i n )

0 . 0 2 4 0 . 0 6 7

- 2
- 1
0
1
2
3
4

P E R T E  p r e d i c t e d  v a l u e s

1 0 1 2 1 4 1 6 1 8 2 0 2 2

Régression de laperte en fonction det(lumin) et graphe des ŕesidus
iii. Le biologiste de l’entreprise recommande, compte tenu des enjeux financiersénormes, d’investir dans

le logiciel TASS. Il sugg̀ere d’introduire toutes les variables initiales et certaines transformées par la
même fonctionT , dans un mod̀ele de ŕegression multiple et de ne retenir que le “meilleur”. Que
contient le tableau ci-dessous ? Quel modèle conseilleriez vous ?
The TASS System
modele perte=Tlumin lumin Txgn xgn Txy xy xa xb

R-square Adj C(p) BIC Variables in Model
In Rsq

1 0.876661 0.876001 63.9928 -56.6606 XA
1 0.820516 0.819556 177.3 12.9508 XB

---------------------------------------------
2 0.892518 0.891362 33.9808 -80.3970 XA XGN
2 0.889934 0.888750 39.1974 -76.0409 XA XY

------------------------------------------------
3 0.902013 0.900424 16.8117 -95.4315 LUMIN XA XB
3 0.899415 0.897784 22.0572 -90.6881 XA XGN TXGN

------------------------------------------------------
4 0.905612 0.903560 11.5466 -100.2 LUMIN XA XB TXGN
4 0.904280 0.902200 14.2352 -97.7154 LUMIN TLUMIN XA XB

-------------------------------------------------------------
5 0.910376 0.907927 3.9302 -107.4 LUMIN XA XB XY TXGN
5 0.907249 0.904715 10.2426 -101.3 LUMIN XA XB XGN TXGN

-------------------------------------------------------------
6 0.910557 0.907608 5.5647 -105.7 LUMIN XA XB XY TXY TXGN
6 0.910462 0.907510 5.7560 -105.5 LUMIN XA XB XY XGN TXGN

------------------------------------------------------------------
7 0.910732 0.907279 7.2117 -103.9 LUMIN TLUMIN XA XB XY TXY TXGN
7 0.910557 0.907098 7.5637 -103.6 LUMIN XA XB XY TXY XGN TXGN

----------------------------------------------------------------------
8 0.910837 0.906874 9.0000 -102.0 LUMIN TLUMIN XA XB XY TXY XGN TXGN

iv. Un collègue du service financier remarque que le modèle ne tient pas compte de l’origine (Arabie,
Afrique, Amérique. . . ) du caf́e vert alors que celle-ci est connue. Cette origine est codée de 1̀a 7 dans
une variable nomḿeecafe . Quelle ḿethode, quelle stratégie proposeriez vous afin de rechercher un
éventuel meilleur mod̀ele de pŕevision ? (5 lignes max).

v. La proćedure de śelection adopt́ee passe par leśetapes ci-dessous dont chacune est résuḿee par un
tableau de d́ecomposition de la variance. Pour chacune de ces troisétapes, indiquer le modèle a
essayer dans l’étape suivante.
modele perte= cafe Tlumin lumin Txgn xgn Txy xy xa xb

Type III Tests
Source DF Sum of Squares Mean Square F Stat Prob > F
CAFE 5 1.8525 0.3705 1.2789 0.2771
LUMIN 1 0.0284 0.0284 0.0981 0.7546
XA 1 0.0070 0.0070 0.0242 0.8765
XB 1 0.1649 0.1649 0.5692 0.4520
XY 1 0.1286 0.1286 0.4439 0.5065
XGN 1 0.1380 0.1380 0.4764 0.4913
TLUMIN 1 0.1880 0.1880 0.6489 0.4220
TXY 1 0.1845 0.1845 0.6367 0.4264
TXGN 1 0.0071 0.0071 0.0245 0.8758
LUMIN*CAFE 6 2.8909 0.4818 1.6631 0.1354
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XA*CAFE 6 2.8391 0.4732 1.6333 0.1432
XB*CAFE 6 4.1561 0.6927 2.3910 0.0320
XY*CAFE 6 3.6205 0.6034 2.0829 0.0597
XGN*CAFE 6 2.4229 0.4038 1.3939 0.2221
TLUMIN*CAFE 4 1.2644 0.3161 1.0911 0.3639
TXY*CAFE 5 2.1247 0.4249 1.4668 0.2053
TXGN*CAFE 6 2.4673 0.4112 1.4194 0.2122

Type III Tests
Source DF Sum of Squares Mean Square F Stat Prob > F
CAFE 6 1.3293 0.2216 0.7696 0.5951
LUMIN 1 0.0069 0.0069 0.0240 0.8772
XA 1 0.0016 0.0016 0.0056 0.9402
XB 1 0.2542 0.2542 0.8830 0.3490
XY 1 0.2079 0.2079 0.7220 0.3970
XGN 1 0.1889 0.1889 0.6563 0.4193
TLUMIN 1 2.7040 2.7040 9.3920 0.0026
TXY 1 0.7597 0.7597 2.6388 0.1066
TXGN 1 0.0801 0.0801 0.2781 0.5988
XA*CAFE 6 4.9587 0.8265 2.8706 0.0115
XB*CAFE 6 5.5532 0.9255 3.2147 0.0055
XY*CAFE 6 3.6637 0.6106 2.1209 0.0547
XGN*CAFE 6 3.1080 0.5180 1.7992 0.1036
TXY*CAFE 6 3.0950 0.5158 1.7917 0.1051
TXGN*CAFE 6 3.2415 0.5402 1.8765 0.0890

Type III Tests
Source DF Sum of Squares Mean Square F Stat Prob > F
XA 1 3.1569 3.1569 9.7080 0.0022
XY 1 7.1315 7.1315 21.9306 0.0001
TLUMIN 1 8.1339 8.1339 25.0131 0.0001
TXY 1 1.1789 1.1789 3.6254 0.0586
TXGN 1 1.0512 1.0512 3.2327 0.0740
XA*CAFE 6 3.9667 0.6611 2.0331 0.0640
TXGN*CAFE 6 4.9245 0.8208 2.5239 0.0231

Type III Tests
Source DF Sum of Squares Mean Square F Stat Prob > F
CAFE 6 57.6901 9.6150 27.18 0.0001
TLUMIN 1 36.8761 36.8761 104.26 0.0001
XA 1 10.9798 10.9798 31.04 0.0001
XY 1 7.1634 7.1634 20.25 0.0001
TXGN 1 5.0804 5.0804 14.36 0.0002

vi. Commenter la structure du modèle obtenu, discuter l’effet de la variablecafe (5 lignes max).

vii. Le dernier mod̀ele conduit aux estimations ci-dessous. Pour les valeurs observées suivantes :
caf é=2 lumin=38.52 xa=11.57 xb=29.22 xy=10.38 xgn=8.05 ,
calculer la pŕevision de perte.

Parameter Estimates
Variable CAFE DF Estimate Std Error T Stat
INTERCEPT 1 -29.2777 6.0301 -4.8552
CAFE 1 1 -3.7673 0.4022 -9.3676

2 1 0.5179 0.1951 2.6547
3 1 -2.9310 0.3302 -8.8766
4 1 -2.9151 0.3253 -8.9604
5 1 -1.6011 0.2474 -6.4721
6 1 -0.8837 0.2423 -3.6473
7 0 0.0000 . .

TLUMIN 1 783.8576 76.7671 10.2109
XA 1 1.5281 0.2743 5.5717
XY 1 0.4947 0.1099 4.5004
TXGN 1 -11.2462 2.9673 -3.7900

viii. La proćedureTMLGde TASS ne fournit pas, comme dans la question 3, leCp de Mallows. En re-
vanche elle fournit le “PRESS”. Commenter les résultats ci-dessous (5 lignes).

Variables Rˆ2 PRESS
lumin xa xb xy txgn 0.910376 105.2029

cafe lumin xa xb xy txgn 0.919257 99.7226
cafe tlumin xa xb txgn 0.942234 72.4155
cafe tlumin xa xy txgn 0.943091 71.2120
cafe tlumin xa xb xy txgn 0.943364 71.5279



Chapitre 4

Modèles de d́enombrement

Les mod̀eles d́ecrits dans ce chapitre s’intéressent plus particulièrement̀a la description ou l’explication
d’observations constitúes d’effectifs comme, par exemple, le nombre de succès d’une variable de Bernouilli
lors d’une śequence d’essais ou encore le nombre d’individus qui prennent une combinaison donnée de
modalit́es de variables qualitatives ou niveaux de facteurs.

Contrairement aux modèles des chapitres préćedents baśes sur l’hypoth̀ese de normalité des observa-
tions, les lois concerńees sont maintenant discrètes et associéesà des d́enombrements : loi de Poisson,
binomiale, multinomiale. Ńeanmoins, tous les modèles consid́eŕes dans ce cours appartiennentà la famille
desmod̀eles lińeaires ǵeńeralisés. Dans ce chapitre, nous définissons le contexte pratique de larégression
logistiqueet dumod̀ele log-lińeaire tandis que les aspects communsà ces deux techniques, (estimation,
tests, diagnostic) et dont la stratégie de mise en œuvre est similaire au cas gaussien, sont détaillés dans
l’introduction au mod̀ele linéaire ǵeńeraliśe pŕesent́ee dans le chapitre suivant. Une première section d́efinit
quelques notions relativesà l’étude de la liaison entre variables qualitatives. Elles sont couramment utilisées
dans l’interpŕetation des mod̀eles de ce chapitre.

1 Odds et odds ratio

Une variable

Soit Y une variable qualitativèa J modalit́es. On d́esigne la chance oul’odds1 de voir se ŕealiser la
jème modalit́e plut̂ot que lakème par le rapport

Ωjk =
πj

πk

où πj est la probabilit́e d’apparition de lajème modalit́e. Cette quantité est estiḿee par le rapportnj/nk

des effectifs observ́es sur uńechantillon. Lorsque la variable est binaire et suit une loi de Bernouilli de
param̀etreπ, l’odds est le rapportπ/(1− π) qui exprime une cote ou chance de gain.

Table de contingence

On consid̀ere maintenant une table de contingence2 × 2 croisant deux variables qualitatives binaires
X1 etX2. les param̀etres de la loi conjointe se mettent dans une matrice :[

π11 π12

π21 π22

]
où πij = P [{X1 = i} et{X2 = j}] est la probabilit́e d’occurence de chaque combinaison.

• Dans la ligne 1, l’odds que la colonne 1 soit prise plutôt que la colonne 2 est :

Ω1 =
π11

π12
.

1Il n’existe pas, m̂eme en Qúeb́ecois, de traduction consensuelle de “odds”.
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• Dans la ligne 2, l’odds que la colonne 1 soit prise plutôt que la colonne 2 est :

Ω2 =
π21

π22
.

On appelle odds ratio le rapport

Θ =
Ω1

Ω2
=

π11π22

π12π21
.

Ce rapport prend la valeur 1 si les variables sont indépendantes, il est supérieurà 1 si les sujets de la ligne
1 ont plus de chances de prendre la première colonne que les sujets de la ligne 2 et inférieurà 1 sinon.

L’odds ratio est́egalement d́efini pour deux lignes(a, b) et deux colonnes(c, d) quelconques d’une table
de contingence croisant deux variablesàJ etK modalit́es. L’odds ratio est le rapport

Θabcd =
Ωa

Ωb
=

πacπbd

πadπbc
estiḿe par l’odds ratio empirique Θ̂abcd =

nacnbd

nadnbc
.

2 Régression logistique

2.1 Type de donńees

Cette section d́ecrit la mod́elisation d’une variable qualitativeZ à 2 modalit́es : 1 ou 0, succ̀es ouéchec,
présence ou absence de maladie, panne d’unéquipement, faillite d’une entreprise, bon ou mauvais client. . . .
Les mod̀eles de ŕegression pŕećedents adaptés à l’explication d’une variable quantitative ne s’appliquent
plus directement car le régresseur lińeaire usuelXβ ne prend pas des valeurs simplement binaires. L’objectif
est adapt́e à cette situation en cherchantà expliquer les probabilités

π = P (Z = 1) ou 1− π = P (Z = 0),

ou plut̂ot une transformation de celles-ci, par l’observation conjointe des variables explicatives. L’idée est
en effet de faire intervenir une fonction réelle monotoneg opérant de[0, 1] dans IR et donc de chercher un
mod̀ele linéaire de la forme :

g(πi) = x′iβ.

Il existe de nombreuses fonctions, dont le graphe présente une forme sigmoı̈dale et qui sont candidates
pour remplir ce r̂ole, trois sont pratiquement disponibles dans les logiciels :

probit : g est alors la fonction inverse de la fonction de répartition d’une loi normale, mais son expression
n’est pas explicite.

log-log avecg définie par
g(π) = ln[− ln(1− π)]

mais cette fonction est dissymétrique.

logit est d́efinie par

g(π) = logit(π) = ln
π

1− π
avec g−1(x) =

ex

1 + ex
.

Plusieurs raisons, tant théoriques que pratiques, font préférer cette dernière solution. Le rapportπ/(1−
π), qui exprime une “cote”, est l’oddset la régression logistiques’interpr̀ete donc comme la recherche
d’une mod́elisation lińeaire du “log odds” tandis que les coefficients de certains modèles expriment des
“odds ratio” c’est-̀a-dire l’influence d’un facteur qualitatif sur le risque (ou la chance) d’unéchec (d’un
succ̀es) deZ.

Cette section se limitèa la description de l’usagéelémentaire de la régression logistique. Des compléments
concernant l’explication d’une variable qualitative ordinale (plusieurs modalités), l’intervention de variables
explicatives avec effet aléatoire, l’utilisation de mesures réṕet́ees donc d́ependantes, sontà rechercher dans
la bibliographie.
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2.2 Modèle binomial

On consid̀ere, pouri = 1, . . . , I, différentes valeursfixéesx1
i , . . . , x

q
i des variables explicativesX1, . . . , Xq.

Ces dernìeres pouvant̂etre des variables quantitatives ou encore des variables qualitatives, c’est-à-dire des
facteurs issus d’une planification expérimentale.

Pour chaque groupe, c’est-à-dire pour chacune des combinaisons de valeurs ou facteurs, on réaliseni

observations (n =
∑I

i=1 ni) de la variableZ qui se mettent sous la formey1/n1, . . . , yI/nI oùyi désigne le
nombre de “succ̀es” observ́es lors desni essais. On suppose que toutes les observations sont indépendantes
et qu’̀a l’intérieur d’un m̂eme groupe, la probabilitéπi de succ̀es est constante. Alors, la variableYi sachant
ni et d’esṕeranceE(Yi) = niπi suit une loibinomialeB(ni, πi) dont la fonction de densité s’́ecrit :

P (Y = yi) =
(

ni

yi

)
πyi

i (1− πi)(ni−yi).

On suppose que le vecteur des fonctionslogit des probabilit́esπi appartient au sous-espace vect{X1, . . . , Xq}
engendŕe par les variables explicatives :

logit(πi) = x′iβ i = 1, . . . , I

ce qui s’́ecrit encore

πi =
ex′iβ

1 + ex′iβ
i = 1, . . . , I.

Le vecteur des param̀etres est estiḿe par maximisation de la log-vraisemblance. Il n’y a pas de solution
analytique, celle-ci est obtenue par des méthodes nuḿeriques it́eratives (par exemple Newton Raphson)
dont certaines reviennentà itérer des estimations de modèles de ŕegression par moindres carrés ǵeńeraliśes
avec des poids et des métriques adaptésà chaque it́eration.

L’optimisation fournit une estimationb deβ, il est alors facile d’en d́eduire les estimations ou prévisions
des probabilit́esπi :

π̂i =
ex′ib

1 + ex′ib

et ainsi celles des effectifs
ŷi = niπ̂i.

Remarques

i. La matriceX issue de la planification expérimentale est construite avec les mêmes r̀egles que celles
utilisées dans le cadre de l’analyse de covariance mixant variables explicatives quantitatives et quali-
tatives. Ainsi, les logiciels g̀erent avec plus ou moins de clarté le choix des variables indicatrices et
donc des param̀etres estimables ou contrastes associés.

ii. La situation d́ecrite pŕećedemment correspond̀a l’observation de donńeesgrouṕees. Dans de nom-
breuses situations concrètes et souvent dès qu’il y a des variables explicatives quantitatives, les obser-
vationsxi sont toutes distinctes. Ceci revient doncà fixerni = 1; i = 1, . . . , I dans les expressions
préćedentes et la loi de Bernouilli remplace la loi binomiale. Certaines méthodes ne sont alors plus
applicables et les comportements asymptotiques des distributions des statistiques de test ne sont plus
valides, le nombre de paramètres tendant vers l’infini.

3 Modèle log-linéaire

3.1 Types de donńees

Les donńees se pŕesentent ǵeńeralement sous la forme d’une table de contingence obtenue par le croi-
sement de plusieurs variables qualitatives et dont chaque cellule contient un effectif ou une fréquencèa
mod́eliser. Nous nous limiterons̀a l’étude d’une tabléelémentaire en laissant de côté des structures plus
complexes, par exemple lorsque des zéros structurels, des indépendances conditionnelles, des propriét́es de
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symétrie ou quasi-syḿetrie, une table creuse, sontà prendre en compte. D’autre part, sous sa forme la plus
géńerale, le mod̀ele peut int́egrerégalement des variables quantitatives.

Ce type de situation se retrouve en analyse des correspondances simple ou multiple mais ici, l’objectif
est d’expliquer ou de modéliser les effectifs en fonction des modalités prises par les variables qualitatives.
L’objectif final pouvantêtreexplicatif : tester une structure de dépendance particulière, ouprédictif avec
choix d’un mod̀ele parcimonieux.

3.2 Distributions

On consid̀ere la table de contingence complète constitúeeà partir de l’observation des variables qualita-
tivesX1, X2, . . . , Xp sur unéchantillon den individus. Les effectifs{yjk...l; j = 1, J ; k = 1,K; . . . ; l =
1, L} de chaque cellule sont rangés dans un vecteury àI(I = J ×K × · · · ×L) composantes. Différentes
hypoth̀eses sur les distributions sont considéŕees en fonction du contexte expérimental.

Poisson

Le mod̀ele le plus simple consistèa supposer que les variables observéesYi suivent des lois de Poisson
indépendantes de paramètreµi = E(Yi). La distribution conjointe admet alors pour densité :

f(y, µ) =
I∏

i=1

µyi

i e−µi

yi!
.

La sommeN(N = y+ =
∑

i yi) desI variables aĺeatoires de Poisson indépendantes estégalement une
variable de Poisson de paramètreµ+ =

∑
i µi.

Multinomiale

En pratique, le nombre totaln d’observations est souvent fixé a priori par l’exṕerimentateur et ceci
induit une contrainte sur la somme desyi. La distribution conjointe des variablesYi est alors conditionńee
parn et la densit́e devient :

f(y, µ) =
I∏

i=1

µyi

i e−µi

yi!

/
µn

+e−µ+

n!
.

Commeµn
+ =

∑
i µyi

+ ete−µ+ =
∏

i e−µi , en posantπi = µi

µ+
, on obtient :

f(y, µ) = n!
I∏

i=1

πyi

i

yi!
avec

I∑
i=1

πi = 1 et0 ≤ πi ≤ 1; i = 1, I.

On vérifie donc quef(y, µ) est la fonction de densité d’une loi multinomiale dans laquelle les paramètres
πi mod́elisent les probabilit́es d’occurrence associéesà chaque cellule. Dans ce cas,E(Yi) = nπi.

Produit de multinomiales

Dans d’autres circonstances, des effectifs marginaux lignes, colonnes ou sous-tables, peuventêtreégalement
fixés par l’exṕerimentateur comme dans le cas d’un sondage stratifié. Cela correspond au cas où une ou plu-
sieurs variables sont contrôlées et ont donc un rôle explicatif ; leurs modalit́es sont connuesa priori. Les
lois de chacun des sous-éléments de la table, conditionnées par l’effectif marginal correspondant sont mul-
tinomiales. La loi conjointe de l’ensemble est alors un produit de multinomiales.

Conśequence

Trois mod̀eles de distribution : Poisson, multinomial, produit de multinomiales, sont envisageables pour
mod́eliserYi en fonction des conditions expérimentales. D’un point de vue théorique, on montre que ces
mod̀eles conduisent aux m̂emes estimations des paramètres par maximum de vraisemblance. La différence
introduite par le conditionnement intervient par une contrainte qui impose la présence de certains paramètres
dans le mod̀ele, ceux reconstruisant les marges fixées.
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3.3 Modèlesà 2 variables

Soit une table de contingence(J × K) issue du croisement de deux variables qualitativesX1 à J
modalit́es etX2 àK modalit́es et dont l’effectif totaln est fix́e. La loi conjointe des effectifsYjk de chaque
cellule est une loi multinomiale de paramètreπjk et d’esṕerance :

E(Yjk) = nπjk.

Par d́efinition, les variablesX1 etX2 sontindépendantessi et seulement si :

πjk = π+kπj+

où πj+ (resp.π+k) désigne la loi marginale deX1 (resp.X2) :

πj+ =
K∑

k=1

πjk et π+k =
J∑

j=1

πjk.

Si l’indépendance n’est pas vérifiée, on peut d́ecomposer :

E(Yjk) = nπjk = nπj+π+k
πjk

πj+π+k
.

Notonsηjk = ln(E(Yjk)). L’intervention de la fonction logarithme permet de linéariser la d́ecomposition
préćedente autour du “modèle d’ind́ependance” :

ηjk = ln n + lnπj+ + lnπ+k + ln
(

πjk

πj+π+k

)
.

Ce mod̀ele est ditsatuŕecar, pŕesentant autant de paramètres que de données, il explique exactement celles-
ci. L’indépendance est vérifiée si le dernier terme de cette expression, exprimant une dépendance ou inter-
action comme dans le modèle d’analyse de variance, est nul pour tout couple(j, k).

Les logiciels mettent en place d’autres paramétrisations en faisant apparaı̂tre des effets diff́erentiels, soit
par rapport̀a une moyenne, soit par rapportà la dernìere modalit́e.

Dans le premier cas, en posant :

β0 =
1

JK

J∑
j=1

K∑
k=1

ηjk = η..,

β1
j =

1
K

K∑
k=1

ηjk − η.. = ηj. − η..,

β2
k =

1
J

J∑
j=1

ηjk − η.. = η.k − η..,

β12
jk = ηjk − ηj. − η.k + η..,

avec les relations :

∀j, ∀k,
J∑

j=1

β1
j =

K∑
k=1

β2
k =

J∑
j=1

β12
jk =

K∑
k=1

β12
jk = 0,

le mod̀ele satuŕe s’́ecrit :
ln(E(Yjk)) = ηjk = β0 + β1

j + β2
k + β12

jk .

Il se met sous la forme matricielle
η = Xβ
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où X est la matrice exṕerimentale (design matrix) contenant les indicatrices. L’indépendance est obtenue
lorsque tous les termes d’interactionβ12

jk sont nuls.

La deuxìeme paraḿetrisation consid̀ere la d́ecomposition :

πjk = πJK
πJk

πJK

πjK

πJK

πjkπJK

πJkπjK
.

En posant :

β0 = ln n + lnπJK ,

β1
j = ln πjK − lnπJK ,

β2
k = ln πJk − lnπJK ,

β12
jk = ln πjk − lnπjK − lnπJk + lnπJK ,

avec les m̂emes relations entre les paramètres. Le mod̀ele se met encore sous la forme :

η = Xβ

et se ram̀eneà l’indépendance si tous les paramètresβ12
jk sont nuls.

Si l’hypothèse d’ind́ependance est vérifiée, on peut encore analyser les effets principaux :

si,∀j, β1
j = 0 alors, πjk = πJk =

1
J

π+k.

Il y a équiprobabilit́e des modalit́es deX1. Même chose avecX2 si les termesβ2
k sont tous nuls.

Les param̀etres du mod̀ele log-lińeaire sont estiḿes en maximisant la log-vraisemblance dont l’explici-
tation est report́ee au chapitre suivant comme cas particulier de modèle linéaire ǵeńeraliśe. Pour les mod̀eles
simples, les estimations sont déduites des effectifs marginaux mais comme, dès que le mod̀ele est plus com-
pliqué, des ḿethodes it́eratives sont ńecessaires, elles sont systématiquement mises en œuvre.

3.4 Modèleà trois variables

On consid̀ere une table de contingence(J×K×L) obtenue par croisement de trois variables qualitatives
X1, X2, X3. La d́efinition des param̀etres est conduite de manière analogue au cas de deux variables en
faisant apparâıtre des effets principaux et des interactions. Le modèle satuŕe se met sous la forme :

ln(E(Yjkl)) = ηjkl = β0 + β1
j + β2

k + β3
l + β12

jk + β13
jl + β23

kl + β123
jkl

et peut aussi est présent́e sous forme matricielle.

Nous allons expliciter les sous-modèles obtenus par nullité de certains param̀etres et qui correspondentà
des structures particulières d’ind́ependance. Une façon classique de nommer les modèles consistèa ne citer
que les interactions retenues les plus complexes. Les autres, ainsi que les effets principaux, sont contenues
de par la structure hiérarchique du mod̀ele. Ainsi, le mod̀ele satuŕe est d́esigńe par(X1X2X3) correspon-
dantà la syntaxeX1|X2|X3 de SAS.

Cas poissonnien ou multinomial

Seul le nombre total d’observationsn est fix́e dans le cas multinomial, ceci impose simplement la
présence deβ0 dans le mod̀ele.

i. Modèle partiel d’association ou de tout interaction d’ordre 2 :(X1X2, X2X3, X1X3)
Les termesβ123

jkl sont tous nuls, seules les interactions d’ordre 2 sont présentes. C’est le modèle
implicitement consid́eŕe par l’analyse multiple des correspondances. Il s’écrit :

ηjk = β0 + β1
j + β2

k + β3
l + β12

jk + β13
jl + β23

kl .

ii. Indépendance conditionnelle :(X1X2, X1X3)
Si, en plus, l’un des termes d’interaction est nul, par exempleβkl = 0 pour tout couple(k, l), on dit
queX2 etX3 sont ind́ependantes conditionnellementàX1 et le mod̀ele devient :

ηjk = β0 + β1
j + β2

k + β3
l + β12

jk + β13
jl .



4. Choix de mod̀ele 63

iii. Variable ind́ependante :(X1, X2X3)
Si deux termes d’interaction sont nuls :βjlβjk = 0 pour tout triplet(j, k, l), alorsX1 est ind́ependante
deX2 etX3.

ηjk = β0 + β1
j + β2

k + β3
l + β23

kl .

iv. Indépendance :(X1, X2, X3)
Tous les termes d’interaction sont nuls :

ηjk = β0 + β1
j + β2

k + β3
l

et les variables sont mutuellement indépendantes.

Produit de multinomiales

• Si une variable est explicative, par exempleX3, ses marges sont fixées, le mod̀ele doit ńecessairement
conserver les param̀etres

ηjk = β0 + β3
l + · · ·

• Si deux variables sont explicatives, par exempleX2 etX3, le mod̀ele doit conserver les termes :

ηjk = β0 + β2
k + β3

l + β23
kl + · · ·

La géńeralisatioǹa plus de trois variables ne pose pas de problème th́eorique. Les difficult́es viennent de
l’explosion combinatoire du nombre de termes d’interaction et de la complexité des structures d’indépendance.
D’autre part, si le nombre de variables est grand, on est souvent confronté à des tables de contingence
creuses (beaucoup de cellules vides) qui rendent défaillant le mod̀ele log-lińeaire. Unéetude exploratoire
(correspondances multiples par exemple) préalable est ńecessaire afin de réduire le nombre des variables
consid́eŕees et celui de leurs modalités.

4 Choix de mod̀ele

4.1 Recherche pas̀a pas

Principalement deux critères (test du rapport de vraisemblance et test de Wald), décrits dans le cha-
pitre suivant pour un cadre plus géńeral, sont utiliśes. Ces crit̀eres sont utiliśes comme le test de Fisher du
mod̀ele linéaire gaussien. Ils permettent de comparer un modèle avec un sous-modèle et d’́evaluer l’int́er̂et
de la pŕesence des termes complémentaires. On suit ainsi une stratégie descendantèa partir du mod̀ele com-
plet ou satuŕe dans le cas du modèle log-lińeaire. L’id́ee est de supprimer, un termeà la fois, la composante
d’interaction ou l’effet principal qui apparaı̂t comme le moins significatif au sens du rapport de vraisem-
blance ou du test de Wald. Les tests présentent une structure hiérarchiśee. SAS facilite cette recherche en
produisant une d́ecomposition (Type III) de ces indices permettant de comparer chacun des sous-modèles
excluant un des termes avec le modèle les incluant tous.

Attention, du fait de l’utilisation d’une transformation non linéaire (logit), m̂eme si des facteurs sont or-
thogonaux, aucune propriét́e d’orthogonalit́e ne peut̂etre prise en compte pour l’étude des hypoth̀eses. Ceci
impose l’́elimination des termes un par un et la ré-estimation du mod̀ele. D’autre part, un terme principal
ne peutêtre suppriḿe que s’il n’intervient plus dans des termes d’interaction. Enfin, selon les conditions
exṕerimentales qui peuvent fixer les marges d’une table de contingence, la présence de certains paramètres
est impośee dans un mod̀ele log-lińeaire.

4.2 Validation croisée

Pour le cas de la régression logistique, d’autres démarches plus calculatoires sont mises en œuvre pour
comparer oúevaluer des mod̀eles. Disposant de deuxéchantillons : uńechantillon d’apprentissage et un de
test, des mod̀eles sont estiḿes avec l’́echantillon d’apprentissage et comparés au regard de leur performance
sur l’échantillon test.

Soitzi la valeur de la variable binaire pour laième observation.

si π̂i > 0.5 alors ẑi = 1,
sinon ẑi = 0.
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FIG. 4.1 – Nuage des modalités deY dans les coordonnées des variables explicatives.

Un individu est ditbien clasśe si ẑi = zi et les mod̀eles sont comparésà l’aide de leur pourcentage de bien
clasśes sur l’́echantillon test.

Si le nombre d’observations disponibles est trop faible, on peut systématiser cette d́emarche eńeliminant
uneà une chaque observation pour construiren échantillons d’apprentissages tandis que les observations
éliminées servent successivement de test.

5 Exemples

5.1 Modèle binomial

Il y a au moins 5 façons différentes d’estimer une régression logistique avec SAS :

sas/logistic cette proćedure n’est utilisable que lorsque toutes les variables explicatives sont quan-
titatives, elle inclut en option un algorithme de recherche de modèles par śelection ascendante, des-
cendante ou pas̀a pas.

sas/catmod est adapt́eeà toute mod́elisation impliquant des variables qualitatives (modèle log-lińeaire,
logit, probit. . . ) mais la paraḿetrisation mise en œuvre rend les résultats difficiles̀a interpŕeter.

sas/genmod Cette proćedure plus ŕecente est arriv́ee avec la version 6.09. Elles est directement issue
des travaux sur le modèle linéaire ǵeńeraliśe (Mc Cullagh et Nelder 1983) et s’inscrit donc dans la
logique du logiciel GLIM pour la d́efinition des mod̀eles.

sas/insight est, pour le mod̀ele linéaire ǵeńeraliśe, une version interactive et graphique desas/genmod .

Enfin, pour ḿemoire, il existe de plus une optionlogit dans la proćeduresas/probit . On se propose
de comparer les résultats sur diff́erents jeux de données.

Débits×Volumes

On étudie l’influence du d́ebit et du volume d’air inspiré sur l’occurence (cod́ee 1) de la dilatation des
vaisseaux sanguins superficiels des membres inférieurs.

Référence : Pregibon, D. (1981) Logistic regression diagnostics, Annals of Stat., 9, 705-724.

Un graphiquéelémentaire représentant les modalités deY dans les coordonnées deX1×X2 est toujours
instructif. Il montre une śeparation raisonnable et de bon augure des deux nuages de points. Dans le cas
de nombreuses variables explicatives quantitatives, une analyse en composantes principales s’impose. Les
formes des nuages représent́es, ainsi que l’allure des distributions (étudíees pŕealablement), incitent dans
ce cas̀a consid́erer par la suite les logarithmes des variables. Une variable (un) ne contenant que des “1”
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dénombrant le nombre d’essais est nécessaire dans la syntaxe degenmod. Les donńees sont en effet non
grouṕees.

Programmes et résultats :

proc logistic data=sasuser.debvol;
model dilat=l_debit l_volume;
run;
proc genmod data=sasuser.debvol;
model dilat/un=l_debit l_volume/d=bin;
run;

The LOGISTIC Procedure
Intercept

Intercept and
Criterion Only Covariates Chi-Square for Covariates
AIC 56.040 35.216 .
SC 57.703 40.206 .
-2 LOG L 54.040 29.216(1) 24.824 with 2 DF (p=0.0001)
Score . . 16.635 with 2 DF (p=0.0002)

Parameter(2) Standard Wald(3) Pr > Standardized Odds
Variable DF Estimate Error Chi-Square Chi-Square Estimate Ratio
INTERCPT 1 2.8782 1.3214 4.7443 0.0294 . .
L_DEBIT 1 -4.5649 1.8384 6.1653 0.0130 -2.085068 0.010
L_VOLUME 1 -5.1796 1.8653 7.7105 0.0055 -1.535372 0.006

Association of Predicted Probabilities and Observed Responses(4)
Concordant = 93.7 Somers’ D = 0.874

Discordant = 6.3 Gamma = 0.874
Tied = 0.0 Tau-a = 0.448
(380 pairs) c = 0.937

Cette proćedure fournit des critères de choix de modèle dont la d́eviance (1), le vecteurb des param̀etres
(2) et les statistiques des tests (3) comparant le modèle excluant un terme par rapport au modèle complet tel
qu’il est d́ecrit dans la commande.

The GENMOD Procedure
Criteria For Assessing Goodness Of Fit

Criterion DF Value Value/DF
Deviance 36 29.2156 0.8115 (1)
Scaled Deviance 36 29.2156 0.8115 (2)
Pearson Chi-Square 36 34.2516 0.9514 (3)
Scaled Pearson X2 36 34.2516 0.9514
Log Likelihood . -14.6078 .

Analysis Of Parameter Estimates
Parameter DF Estimate (4) Std Err ChiSquare (5) Pr>Chi
INTERCEPT 1 -2.8782 1.3214 4.7443 0.0294
L_DEBIT 1 4.5649 1.8384 6.1653 0.0130
L_VOLUME 1 5.1796 1.8653 7.7105 0.0055
SCALE (6) 0 1.0000 0.0000 . .

(1) Déviance du mod̀ele par rapport au modèle satuŕe.
(2) Déviance pond́eŕee si le param̀etre d’́echelle est diff́erent de 1 en cas de sur-dispersion.
(3) Statistique de Pearson, voisine de la déviance, comparant le modèle au mod̀ele satuŕe .
(4) Param̀etres du mod̀ele.
(5) Statistique des tests comparant le modèle excluant un terme par rapport au modèle complet.
(6) Estimation du param̀etre d’́echelle si la quasi-vraisemblance est utilisée.

Survie de poissons

On observe le nombre (Y parmi N) de déc̀es de deux espèces de poissons en fonction de différentes
valeurs de la temṕerature de l’eau. Les données sont restructurées afin de faire apparaı̂tre dans une autre
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table la variable dichotomique (suc) codant le déc̀es ou la survie ainsi que la variable (effet) exprimant le
nombre d’occurence de chaque situations. Cette présentation est imposée par la proćedurecatmod .

proc catmod data=sasuser.poisson;
weight effect;
direct temp;
model suc=temp espece espece*temp;
run;
proc genmod data=sasuser.poissonr;
class espece;
model y/n=temp espece espece*temp/ dist=bin;
run;

CATMOD PROCEDURE
MAXIMUM-LIKELIHOOD ANALYSIS-OF-VARIANCE TABLE

Source DF Chi-Square Prob
--------------------------------------------------
INTERCEPT 1 96.11 0.0000
TEMP 1 95.57 0.0000
ESPECE 1 0.02 0.8868
TEMP*ESPECE 1 0.38 0.5403
LIKELIHOOD RATIO 10 3.43 0.9694

ANALYSIS OF MAXIMUM-LIKELIHOOD ESTIMATES
Standard Chi-

Effect Parameter Estimate Error Square Prob
----------------------------------------------------------------
INTERCEPT 1 -12.0110 1.2251 96.11 0.0000
TEMP 2 0.4931 0.0504 95.57 0.0000
ESPECE 3 -0.1745 1.2251 0.02 0.8868
TEMP*ESPECE 4 -0.0309 0.0504 0.38 0.5403

GENMOD Procedure
Criteria For Assessing Goodness Of Fit

Criterion DF Value Value/DF
Deviance 10 3.4297 0.3430
Scaled Deviance 10 3.4297 0.3430
Pearson Chi-Square 10 3.2340 0.3234
Scaled Pearson X2 10 3.2340 0.3234
Log Likelihood . -117.8030 .

Analysis Of Parameter Estimates
Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 -11.8366 1.8606 40.4704 0.0001
TEMP 1 0.5240 0.0800 42.8793 0.0001
ESPECE 1 1 -0.3489 2.4503 0.0203 0.8868
ESPECE 2 0 0.0000 0.0000 . .
TEMP*ESPECE 1 1 -0.0618 0.1009 0.3750 0.5403
TEMP*ESPECE 2 0 0.0000 0.0000 . .
SCALE 0 1.0000 0.0000 . .

Les deux proćedures produisent sur cet exemple les mêmes types de résultats : d́eviance par rapport au
mod̀ele satuŕe, d́ecomposition de la vraisemblance et tests sur la présence des termes dans le modèle. La
diff érence majeure apparaı̂t dans la paraḿetrisation utiliśee qui conditionne les valeurs des estimations.
Néanmoins les mod̀eles sont identiques. On peut s’en assurer en explicitant le modèle pour chaque espèce
de poisson. Pourcatmod esp̀ece 1 et esp̀ece 2 sont respectivement paramétŕees+1 et −1 tandis que
genmod utilise 1 et 0.

5.2 Modèle poissonien

Onétudie les ŕesultats d’unéetude pŕealablèa la ĺegislation sur le port de la ceinture de sécurit́e dans la
province de l’Albertàa Edmonton au Canada (Jobson, 1991). Unéchantillon de 86 769 rapports d’accidents
de voitures ont́et́e compulśes afin d’extraire une table croisant :
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i. Etat du conducteur : Normal ou Alcoolisé

ii. Port de la ceinture : Oui Non

iii. Gravit́e des blessures : 0 : rienà 3 : fatales

La proćeduregenmod est utiliśee :

proc genmod data=sasuser.ceinture;
class co ce b ;
model effectif=co|ce|b @2 /type3 obstats dist=poisson;
run;

Une extraction des résultats donnent :

Criteria For Assessing Goodness Of Fit
Criterion DF Value Value/DF
Deviance 3 5.0136 1.6712

LR Statistics For Type 3 Analysis
Source DF ChiSquare Pr>Chi

CO 1 3431.0877 0.0001
CE 1 3041.5499 0.0001
CO*CE 1 377.0042 0.0001
B 3 28282.8778 0.0001
CO*B 3 474.7162 0.0001
CE*B 3 42.3170 0.0001

Analysis Of Parameter Estimates
Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 3.6341 0.1550 550.0570 0.0001
CO A 1 -2.2152 0.1438 237.3628 0.0001
CE N 1 1.8345 0.1655 122.8289 0.0001
CO*CE A N 1 0.9343 0.0545 293.9236 0.0001
B 0 1 5.7991 0.1552 1396.7752 0.0001
B 1 1 2.7848 0.1598 303.6298 0.0001
B 2 1 2.1884 0.1637 178.7983 0.0001
CO*B A 0 1 -1.4622 0.1354 116.5900 0.0001
CO*B A 1 1 -0.6872 0.1423 23.3154 0.0001
CO*B A 2 1 -0.5535 0.1452 14.5293 0.0001
CE*B N 0 1 -0.2333 0.1658 1.9807 0.1593
CE*B N 1 1 -0.0902 0.1708 0.2786 0.5976
CE*B N 2 1 0.0741 0.1748 0.1799 0.6715

Observation Statistics
EFFECTIF Pred Xbeta Std HessWgt Lower Upper

12500 12497 9.4332 0.008930 12497 12280 12718
604 613.3370 6.4189 0.0395 613.3370 567.6707 662.6770
344 337.8089 5.8225 0.0530 337.8089 304.5010 374.7601

38 37.8677 3.6341 0.1550 37.8677 27.9495 51.3053
61971 61974 11.0345 0.004016 61974 61488 62464
...

Les ŕesultats montrent que le modèle de toute interaction d’ordre 2 est acceptable (déviance) et il semble
que tous les termes soient nécessaires, toutes les interactions doiventêtre pŕesentes au sens du test de Wald.

6 Exercices

Exo1
i. Expliciter la log-vraisemblance d’uńechantillon deI observations de variables binomiales de pa-

ramètresni etπi.

ii. SoitX une matrice de plan d’expérience regroupant l’observation dep variables explicatives.́Ecrire
la log-vraisemblance du modèle de ŕegression logistique associé et son expression (en fonction deπ̂i)
apr̀es maximisation.
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iii. Exprimer la log-vraisemblance du modèle satuŕe en fonction dẽπi = yi/ni et la d́eviance du mod̀ele.

iv. Exprimer la d́eviance en fonction du nombre de succès estiḿes (̂yi = niπ̂i). Que devient la d́eviance
si ni = 1 (donńees non grouṕees) ?

v. Dériver la log-vraisemblance du modèle et en d́eduire leśequations.

vi. On se place dans le cas particulier d’une seule variable explicativeX binaire (0,1) et sans interaction.
Montrer que l’estimateur du M.V. du coefficient associé à cette variable dans la régression logistique
est le log de son odds ratio avec la variableY .

Exo2

Les donńees (Jobson 1992)́etudíees dans cet exercice sont issues d’une enquête ŕealiśee aupr̀es de
200 femmes mariées du Michigan. Les variables considéŕees sont les suivantes :THISYR, la variableà
expliquer, (1) si la femme travaille l’année en cours, (0) sinon ;CHILD1 code la pŕesence (1) ou l’absence
(0) d’un enfant de moins de 2 ans ;CHILD2 présence ou absence d’un enfant entre 2 et 6 ans ;BLACK
l’ascendance noire (1) ou blanche (0) ; les autres variables,âge (AGE), nombre d’anńees d’́etudes (EDUC),
revenu du mari (HUBINC) sont quantitatives.

i. On s’int́eresse d’abord̀a expliquer la variableTHISYR par la variableCHILD1. La table de contin-
gence croisant ces deux variables sur les 100 premières observations est :

CHILD1
0 | 1

---------
0 23 | 5

THISYR ---------
1 71 | 1

Compĺeter la sortie SAS ci-dessous par les estimations des paramètres du mod̀ele de ŕegression lo-
gistique expliquantTHISYR parCHILD1 sur ces m̂emes 100 observations.

Analysis Of Parameter Estimates
Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 ?????? 1.0954 2.1586 0.1418
CHILD1 0 1 ?????? 1.1214 5.9553 0.0147
CHILD1 1 0 ?????? 0.0000 . .
SCALE 0 1.0000 0.0000 . .

ii. On se propose de rechercher un “meilleur” modèle pŕedictif de la variableTHISYR à partir des
variables explicatives et de leurséventuelles interactions par une méthode descendante, avec un seuil
à 5%, baśee soit sur le test de Wald soit sur celui du rapport de vraisemblance. Les tableaux ci-après,
identifiées deA àE, constituent deśetapes (dans le désordre) de ces recherches.

A Type III (LR) Tests
Source Chi-Sq Pr > Chi-Sq
HUBINC 8.2651 0.0040
AGE 3.1370 0.0765
EDUC 5.9425 0.0148
BLACK 3.2647 0.0708
CHILD1 12.8633 0.0003
CHILD2 3.4808 0.0621

B Type III (Wald) Tests
SourceDF Chi-Sq Pr > Chi-Sq
HUBINC 4.9989 0.0254
CHILD1 8.8465 0.0029
CHILD2 6.8243 0.0090

C Type III (LR) Tests
Source Chi-Sq Pr > Chi-Sq
HUBINC 8.3902 0.0038
AGE 9.9545 0.0016
EDUC 6.0457 0.0139
BLACK 2.7937 0.0946
CHILD1 11.0479 0.0009
AGE*BLACK 3.9512 0.0468

D Type III (Wald) Tests
Source Chi-Sq Pr > Chi-Sq
HUBINC 0.4228 0.5155
AGE 1.2265 0.2681
EDUC 3.0509 0.0807
BLACK 1.1083 0.2925
CHILD1 0.0050 0.9439
CHILD2 0.2103 0.6465
HUBINC*BLACK 0.7685 0.3807
HUBINC*CHILD1 0.2628 0.6082
HUBINC*CHILD2 1.9473 0.1629
AGE*BLACK 1.0663 0.3018
EDUC*CHILD2 0.3245 0.5689
BLACK*CHILD1 0.4325 0.5108

E Type III (LR) Tests
Source Chi-Sq Pr > Chi-Sq
HUBINC 7.6979 0.0055
AGE 6.9126 0.0086
EDUC 6.5164 0.0107
BLACK 2.6241 0.1052
CHILD1 13.7913 0.0002
CHILD2 3.3785 0.0661
AGE*BLACK 3.8489 0.0498
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Commenter chacun de ces tableaux en précisant s’il s’agit d’unéetape interḿediaire (indiquer quelle
est l’étape suivante), unéetape finale, une erreur de sélection. D́eduire de ces résultats les mod̀eles
finalement retenus pour chacune des stratégies de test (Wald, Vraisemblance).

iii. Pour le mod̀ele issu du rapport de vraisemblance, interpréter le signe de chacun des paramètres as-
socíes aux effets principaux (résultats en annexe).

iv. Toujours pour ce mod̀ele, expliciter les param̀etres mod̀elisant le logit de la probabilité de travailler
pour une femme blanche sans enfant et celui pour une femme noireégalement sans enfant. Comment
interpŕeter l’interaction black*age ?

v. De son ĉoté, Jobson (1992) retient le modèle explicatif consid́erant tous les effets principaux sans
interaction (ŕesultats en annexe). Sur le critère de la d́eviance des mod̀eles retenus (Jobson, Wald,
Vraisemblance), lequel vous semble meilleur ? Les capacités pŕedictives des mod̀eles sont́evalúees en
comparant les prédictions et les observations de l’échantillon utiliśe pour l’estimation (APPRENTI)
puis celles de l’autre partie de l’échantillon (TEST) également de 100 personnes. Ces résultats sont
présent́es ci-dessous̀a l’aide de la proćedurefreq éditant la table de contingence croisant la variable
observ́ee et sa pŕediction. Quel mod̀ele retiendriez vous ?

Mod̀ele issu du Mod èle choisi Mod èle issu du test du
test de Wald par Jobson(1992) rapport de Vraisemblance

A THISYR PREDY THISYR PREDY THISYR PREDY
P Frequency| 0| 1|Total Frequency| 0| 1|Total Frequency| 0| 1|Total
P ---------+--+--+ ---------+--+--+ ---------+--+--+
R 0 |11|17| 28 0 |13|15| 28 0 |11|17| 28
E ---------+--+--+ ---------+--+--+ ---------+--+--+
N 1 | 3|69| 72 1 | 5|67| 72 1 | 5|67| 72
T ---------+--+--+ ---------+--+--+ ---------+--+--+
I Total 14 86 100 Total 18 82 100 Total 16 84 100

THISYR PREDY THISYR PREDY THISYR PREDY
Frequency| 0| 1|Total Frequency| 0| 1|Total Frequency| 0| 1|Total

T ---------+--+--+ ---------+--+--+ ---------+--+--+
E 0 | 8|29| 37 0 |14|23| 37 0 |12|25| 37
S ---------+--+--+ ---------+--+--+ ---------+--+--+
T 1 | 2|61| 63 1 |12|51| 63 1 | 6|57| 63

---------+--+--+ ---------+--+--+ ---------+--+--+
Total 10 90 100 Total 26 74 100 Total 18 82 100

Annexe

*********
*** model thisyr/un= hubinc child1 child2 / d=bin type3 wald;
*********

Criteria For Assessing Goodness Of Fit
Criterion Value Value/DF
Deviance 96 97.1842 1.0123
Scaled Deviance 96 97.1842 1.0123
Pearson Chi-Square 96 103.9713 1.0830
Scaled Pearson X2 96 103.9713 1.0830
Log Likelihood . -48.5921 .

Analysis Of Parameter Estimates
Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 -1.0479 1.1296 0.8606 0.3536
HUBINC 1 -0.0822 0.0368 4.9989 0.0254
CHILD1 0 1 3.4648 1.1649 8.8465 0.0029
CHILD1 1 0 0.0000 0.0000 . .
CHILD2 1 -1.3973 0.5349 6.8243 0.0090
SCALE 0 1.0000 0.0000 . .

*********
*** model thisyr/un= age educ hubinc black child1 age*black / d=bin type3;
*********

Criteria For Assessing Goodness Of Fit
Criterion Value Value/DF
Deviance 93 87.6180 0.9421
Scaled Deviance 93 87.6180 0.9421
Pearson Chi-Square 93 85.3283 0.9175
Scaled Pearson X2 93 85.3283 0.9175
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Log Likelihood . -43.8090 .

Analysis Of Parameter Estimates
Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 -21.6781 9.2962 5.4379 0.0197
AGE 1 0.4816 0.2850 2.8560 0.0910
EDUC 1 0.5237 0.2621 3.9932 0.0457
HUBINC 1 -0.1077 0.0443 5.9135 0.0150
BLACK 0 1 10.3427 8.0157 1.6649 0.1969
BLACK 1 0 0.0000 0.0000 . .
CHILD1 0 1 4.2153 1.6416 6.5937 0.0102
CHILD1 1 0 0.0000 0.0000 . .
AGE*BLACK 0 1 -0.4005 0.2873 1.9429 0.1634
AGE*BLACK 1 0 0.0000 0.0000 . .
SCALE 0 1.0000 0.0000 . .

*********
*** model thisyr/un= age educ hubinc black child1 child2 / d=bin type3;
*********

Criteria For Assessing Goodness Of Fit
Criterion Value Value/DF
Deviance 93 88.0884 0.9472
Scaled Deviance 93 88.0884 0.9472
Pearson Chi-Square 93 96.6526 1.0393
Scaled Pearson X2 93 96.6526 1.0393
Log Likelihood . -44.0442 .

Analysis Of Parameter Estimates
Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 -9.0352 3.7849 5.6986 0.0170
AGE 1 0.0773 0.0441 3.0766 0.0794
EDUC 1 0.4777 0.2292 4.3425 0.0372
HUBINC 1 -0.1079 0.0448 5.7929 0.0161
BLACK 0 1 -1.5451 0.9426 2.6867 0.1012
BLACK 1 0 0.0000 0.0000 . .
CHILD1 0 1 4.5179 1.5736 8.2428 0.0041
CHILD1 1 0 0.0000 0.0000 . .
CHILD2 1 -1.1238 0.6051 3.4491 0.0633
SCALE 0 1.0000 0.0000 . .

Exo3
Soit trois variables qualitativesX1, X2 etY à respectivementJ,K, 2 modalit́es. Les observations sont

ranǵees dans une table de contingenceI × K × 2. On se propose de comparer le modèle de ŕegression
logistique expliquantY par X1 et X2 (sans interaction) et le modèle log-lińeaire(X1X2, X1Y, X2Y ).
Exprimer, dans la paraḿetrisation de SAS, les coefficients du modèle logistique en fonction de ceux du
mod̀ele log-lińeaire. V́erifier avec les sorties SAS ci-dessous.

proc genmod data=sasuser.logitlog;
class X1 X2;
freq effectif;
model Y/un=X1 X2 / dist=bin; run;

Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 0.2718 0.1497 3.2955 0.0695
X1 1 1 -0.6543 0.1742 14.1151 0.0002
X1 2 1 0.9647 0.2139 20.3512 0.0001
X1 3 0 0.0000 0.0000 . .
X2 1 1 -1.7596 0.2460 51.1764 0.0001
X2 2 1 0.7703 0.2144 12.9122 0.0003
X2 3 1 -0.2806 0.1915 2.1482 0.1427
X2 4 0 0.0000 0.0000 . .
SCALE 0 1.0000 0.0000 . .

proc genmod data=sasuser.logitlog;
class X1 X2 Y;
model effectif= X1|X2|Y @ 2 / dist=poi; run;
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Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 4.2698 0.1101 1503.2299 0.0001
X1 1 1 -0.3361 0.1557 4.6598 0.0309
X1 2 1 -0.4994 0.1741 8.2265 0.0041
X2 1 1 -2.5940 0.2814 84.9924 0.0001
X2 2 1 -0.3524 0.1662 4.4950 0.0340
X2 3 1 -0.9784 0.1870 27.3793 0.0001
X1*X2 1 1 1 0.5660 0.2647 4.5725 0.0325
X1*X2 1 2 1 0.2183 0.2146 1.0346 0.3091
X1*X2 1 3 1 0.2835 0.2208 1.6482 0.1992
X1*X2 2 1 1 2.0398 0.2956 47.6269 0.0001
X1*X2 2 2 1 -1.4646 0.4093 12.8021 0.0003
X1*X2 2 3 1 1.4366 0.2387 36.2149 0.0001
Y 0 1 -0.2718 0.1497 3.2955 0.0695
X1*Y 1 0 1 0.6543 0.1742 14.1151 0.0002
X1*Y 2 0 1 -0.9647 0.2139 20.3512 0.0001
X2*Y 1 0 1 1.7596 0.2460 51.1764 0.0001
X2*Y 2 0 1 -0.7703 0.2144 12.9122 0.0003
X2*Y 3 0 1 0.2806 0.1915 2.1482 0.1427
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Chapitre 5

Introduction au modèle linéaire
généralisé

L’objet de ce chapitre est d’introduire le cadre théorique global permettant de regrouper tous les modèles
(linéaire gaussien, logit, log-linéaire) de ce cours et qui cherchentà exprimer l’esṕerance d’une variable
réponseY en fonction d’une combinaison linéaire des variables explicatives. Lemod̀ele linéaire ǵeńeralisé
dévelopṕe initialement en 1972 par Nelder et Wedderburn et dont on trouvera des exposés d́etaillés dans
Nelder et Mc Cullagh (1983), Agresti (1990) ou Antoniadis et al. (1992), n’est ici qu’esquissé afin de d́efinir
les concepts communsà ces mod̀eles : famille exponentielle, estimation par maximum de vraisemblance,
tests, diagnostics, résidus. Il est mis en œuvre dans plusieurs logiciels dont GLIM,glm de Splus,genmod
et insight de SAS.

1 Composantes des mod̀eles

Les mod̀eles catalogúes dans la classe des modèles lińeaires ǵeńeraliśes sont caractériśes par trois com-
posantes.

1.1 Distribution

La composante aléatoireidentifie la distribution de probabilités de la variablèa expliquer. On suppose
que l’échantillon statistique est constitué den variables aĺeatoires{Yi; i = 1, . . . , n} indépendantes admet-
tant des distributions issues d’unestructure exponentielle. Cela signifie que les lois de ces variables sont
domińees par une m̂eme mesure dite de référence et que la famille de leurs densités par rapport̀a cette
mesure se met sous la forme :

f(yi; θi, φ) = exp
{

yiθi − v(θi)
u(φ)

+ w(yi, φ)
}

. (5.1)

Cette formulation inclut la plupart des lois usuelles comportant un ou deux paramètres : gaussienne,
gaussienne inverse, gamma, Poisson, binomiale. . . . Le paramètre θi est appeĺe param̀etre naturelde la
famille exponentielle.

Attention, la mesure de référence change d’une structure exponentielleà l’autre, la mesure de Lebesgues
pour une loi continue, une mesure discrète combinaison de masses de Dirac pour une loi discrète. Consul-
ter Antoniadis et al. (1992) pour une présentation ǵeńerale des structures exponentielles et des propriét́es
asymptotiques des estimateurs de leurs paramètres.

Pour certaines lois, la fonctionu est de la forme :

u(φ) =
φ

ωi

où les poidsωi sont les poids connus des observations, fixés ici à 1 pour simplifier ;φ est appeĺe alorspa-
ramètre de dispersion, c’est un param̀etre de nuisance intervenant, par exemple lorsque les variances des lois
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gaussiennes sont inconnues, maiségalà 1 pour les lois̀a un param̀etre (Poisson, binomiale). L’expression
de la structure exponentielle (5.1) se met alors sous laforme canoniqueen posant :

Q(θ) =
θ

φ
,

a(θ) = exp
{
−v(θ)

φ

}
,

b(y) = exp{w(y, φ)},

on obtient

f(yi, θi) = a(θi)b(yi) exp {yiQ(θi)} . (5.2)

1.2 Prédicteur linéaire

Les observations planifiées des variables explicatives sont organisées dans la matriceX de planifica-
tion d’exṕerience (design matrix). Soitβ un vecteur dep param̀etres, le pŕedicteur lińeaire,composante
déterministedu mod̀ele, est le vecteur̀an composantes :

η = Xβ.

1.3 Lien

La troisìeme composante exprime unerelation fonctionnelleentre la composante aléatoire et le pŕedicteur
linéaire. Soit{µi = E(Yi); i = 1, . . . , n}, on pose

ηi = g(µi) i = 1, . . . , n

où g, appeĺeefonction lien, est suppośee monotone et différentiable. Ceci revient donc̀a écrire un mod̀ele
dans lequel unefonction de la moyenneappartient au sous-espace engendré par les variables explicatives :

g(µi) = x′iβ i = 1, . . . , n.

La fonction lien qui associe la moyenneµi au param̀etre naturel est appeléefonction lien canonique. Dans
ce cas,

g(µi) = θi = x′iβ.

1.4 Exemples

Loi gaussienne

Dans le cas d’uńechantillon gaussien, les densités d’une famille de loisN (µi, σ
2) s’écrit :

f(yi, µi) =
1√

2πσ2
exp

{
− (yi − µi)2

2σ2

}
= exp

{
−1

2
µ2

i

σ2

}
exp

{
−1

2
y2

i

σ2
− 1

2
ln(2πσ2)

}
exp

{
yi

µi

σ2

}
En posant

Q(θi) =
θi

φ
=

µi

σ2

a(θi) = exp
{
−1

2
µ2

i

σ2

}
b(yi) = exp

{
−1

2
y2

i

σ2
− 1

2
ln(2πσ2)

}
.

la famille gaussienne se met sous la forme canonique (5.2) qui en fait une famille exponentielle de paramètre
de dispersionφ = σ2 et de param̀etre naturel

θi = E(Yi) = µi

et donc de fonction lien canonique, la fonctionidentit́e.
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Loi de Bernouilli

Consid́eronsn variables aĺeatoires binaires ind́ependantesZi de probabilit́e de succ̀esπi et donc d’esṕerance
E(Zi) = πi. Les fonctions de densité de ces variables sontéléments de la famille :

f(zi, πi) = πzi
i (1− πi)1−zi = (1− πi) exp

{
zi ln

πi

1− πi

}
,

qui est la forme canonique d’une structure exponentielle de paramètre naturel

θi = ln
πi

1− πi
.

Cette relation d́efinit la fonctionlogit pour fonction lien canonique associéeà ce mod̀ele. La loi binomiale
conduità des ŕesultats identiques en considérant les sommes deni (ni connus) variables de Bernouilli.

Loi de Poisson

On consid̀eren variables ind́ependantesYi de loi de Poisson de paramètreµi = E(Yi). LesYi sont par
exemple les effectifs d’une table de contingence. Ces variables admettent pour densités :

f(yi, µi) =
µyi

i e−µi

yi!
= exp {−µi}

1
yi!

exp {yi lnµi}

qui sont issues d’une structure exponentielle et, mises sous la forme canonique, de paramètre naturel

θi = ln µi

définissant comme fonction lien canonique lelogarithmepour ce mod̀ele.

2 Estimation

L’estimation des param̀etresβj est calcuĺee en maximisant la log-vraisemblance du modèle linéaire
géńeraliśe. Celle-ci s’exprime pour toute famille de distributions mise sous la forme (5.1) d’une structure
exponentielle.

2.1 Expression des moments

Notons`(θi, φ; yi) = ln f(yi; θi, φ) la contribution de laième observatioǹa la log-vraisemblance.

`(θi, φ; yi) = [yiθi − v(θi)]/u(φ) + w(yi, φ).

L’ étude du maximum de la log-vraisemblance nécessite la connaissance des dérivées :

∂`

∂θi
= [yi − v′(θi)]/u(φ)

∂2`

∂θ2
i

= −v′′(θi)/u(φ).

Pour des lois issues de structures exponentielles, les conditions de régularit́e vérifiées permettent d’écrire :

E

(
∂`

∂θ

)
= 0 et − E

(
∂2`

∂θ2

)
= E

(
∂`

∂θ

)2

.

Alors,
E(Yi) = µi = v′(θi)

et comme
E{v′′(θi)/u(φ)} = E{[Yi − v′(θi)]/u(φ)}2 = Var(Yi)/u2(φ)

il vient donc :
Var(Yi) = v′′(θi)u(φ) ;

justifiant ainsi l’appellation deparam̀etre de dispersionpourφ lorsqueu est la fonction identit́e.
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2.2 Équations de vraisemblance

Consid́eronsp variables explicatives dont les observations sont rangées dans la matrice de plan d’expérience
X, β un vecteur dep param̀etres et le pŕedicteur lińeaireàn composantes

η = Xβ.

La fonction lieng est suppośee monotone diff́erentiable telle que : ηi = g(µi) ;

c’est la fonction lien canonique si :g(µi) = θi.

Pourn observations supposées ind́ependantes et en tenant compte queθ dépend deβ, la log-vraisemblance
s’écrit :

L(β) =
n∑

i=1

ln f(yi; θi, φ) =
n∑

i=1

`(θi, φ; yi).

Calculons
∂`i

∂βj
=

∂`i

∂θi

∂θi

∂µi

∂µi

∂ηi

∂ηi

∂βj
.

Comme

∂`i

∂θi
= [yi − v′(θi)]/u(φ) = (yi − µi)/u(φ),

∂µi

∂θi
= v′′(θi) = Var(Yi)/u(φ),

∂ηi

∂βj
= xij car ηi = x′iβ,

∂µi

∂ηi
dépend de la fonction lien ηi = g(µi),

Leséquations de la vraisemblance sont :

n∑
i=1

(yi − µi)xij

Var(Yi)
∂µi

∂ηi
= 0 j = 1, . . . , p.

Ce sont deśequations non-lińeaires enβ dont la ŕesolution requiert des ḿethodes it́eratives dans les-
quelles interviennent le Hessien (pour Newton-Raphson) ou lamatrice d’information(pour les Scores de
Fisher). La matrice d’information est la matrice

= = X′WX

de terme ǵeńeral

[=]jk = E
∂2L(β)
∂βj∂βk

= −
n∑

i=1

xijxik

Var(Yi)

(
∂µi

∂ηi

)2

et òu W est la matrice diagonale de “pondération” :

[W]ii =
1

Var(Yi)

(
∂µi

∂ηi

)2

.

2.3 Fonction lien canonique

Dans le cas particulier où la fonction lien du mod̀ele linéaire ǵeńeraliśe utilisée est la fonction lien
canonique associéeà la structure exponentielle alors plusieurs simplifications interviennent :

ηi = θi = x′iβ,

∂µi

∂ηi
=

∂µi

∂θi
=

∂v′(θi)
∂θi

= v′′(θi).
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Ainsi,
∂`i

∂βj
=

(yi − µi)
Var(Yi)

v′′(θi)xij =
(yi − µi)

u(φ)
xij .

De plus, comme les termes∂
2L(β)

∂βj∂βk
ne d́ependent plus deyi, on montre que le Hessien estégalà la matrice

d’information et donc les ḿethodes de résolution du score de Fisher et de Newton-Raphson coı̈ncident.

Si, de plus,u(φ) est constante pour les observations, leséquations de vraisemblance deviennent :

X′y = X′µ.

Ainsi, dans le cas gaussien, le modèle s’́ecrivantµ = Xβ avec la fonction de lien canonique identité, on
retrouve la solution :

b = (X′X)−1X′y

qui cöıncide avec celle obtenue par minimisation des moindres carrés.

3 Qualité d’ajustement

Il s’agit d’évaluer la qualit́e d’ajustement du modèle sur la base des différences entre observations et
estimations. Plusieurs critères sont proposés.

3.1 Déviance

Le mod̀ele estiḿe est compaŕe avec le mod̀ele dit satuŕe, c’est-̀a-dire le mod̀ele posśedant autant de
param̀etres que d’observations et estimant donc exactement les données. Cette comparaison est basée sur
l’expression de ladévianceD des log-vraisemblancesL etLsat :

D = −2(L − Lsat)

qui est le logarithme du carré du rapport des vraisemblances. Ce rapport remplace ou “géńeralise” l’usage
des sommes de carrés propres au cas gaussien et doncà l’estimation par moindres carrés.

On montre qu’asymptotiquement,D suit une loi duχ2 à n − p degŕes de libert́e ce qui permet de
construire un test de rejet ou d’acceptation du modèle selon que la d́eviance est juǵee significativement ou
non importante.

Attention, l’approximation de la loi duχ2 peut être douteuse. De plus, dans le cas de données non
grouṕees (mod̀ele binomial), le cadre asymptotique n’est plus adapté car le nombre de paramètres estiḿes
tendégalement vers l’infini avecn et il ne faut plus se fier̀a ce test.

3.2 Test de Pearson

Un test duχ2 estégalement utiliśe pour comparer les valeurs observéesyi à leur pŕevision par le mod̀ele.
La statistique du test est définie par

X2 =
I∑

i=1

(yi − µ̂i)2

V̂ar(µ̂i)

(µi est remplaće parniπi dans le cas binomial) et on montre qu’elle admet asymptotiquement la même loi
que la d́eviance.

En pratique ces deux approches conduisentà des ŕesultats peu diff́erents et, dans le cas contraire, c’est
une indication de mauvaise approximation de la loi asymptotique. Sachant que l’espérance d’une loi duχ2

est son nombre de degrés de libert́e et, connaissant les aspects approximatifs des tests construits, l’usage est
souvent de comparer les statistiques avec le nombre de degrés de libert́e. le mod̀ele peut̂etre juǵe satisfaisant
pour un rapportD/ddl plus petit que 1.

4 Tests

Deux crit̀eres sont habituellement proposés pour aider au choix de modèle.
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4.1 Rapport de vraisemblance

Comme dans le cas de la régression multiple òu un test permet de comparer un modèle avec un mod̀ele
réduit, le rapport de vraisemblance ou la différence de d́eviance est unéevaluation de l’apport des variables
explicatives supplémentaires dans l’ajustement du modèle. La diff́erence des d́eviances entre deux modèles
embôıtésrespectivement̀a q1 et q2 (q2 > q1) variables explicatives

D2 −D1 = 2(L1 − Lsat)− 2(L2 − Lsat)
= 2(L1 − L2)

suit approximativement une loi duχ2 à (q2 − q1) degŕes de libert́e pour les lois̀a 1 param̀etre (binomial,
Poisson) et une loi de Fisher pour les loisà deux param̀etres (gaussienne). Ceci permet donc de tester la
significativit́e de la diminution de la d́eviance par l’ajout de variables explicatives ou la prise en compte
d’interactions.

4.2 Test de Wald

Ce test est basé sur la forme quadratique faisant intervenir la matrice de covariance des paramètres,
l’inverse de la matrice d’information observée(X′WX)−1. Cette matrice est calculéeà partir du Hessien
approch́e par l’algorithme de maximisation. Elle géńeralise la matrice(X′X)−1 utilisée dans le cas du
mod̀ele linéaire gaussien en faisant intervenir une matriceW de pond́eration. Ainsi, test de Wald et test de
Fisher sont́equivalents dans le cas particulier du modèle gaussien.

Si la matriceK, ditecontraste, définit l’ensembleH0 des hypoth̀eses̀a tester sur les paramètres :

K′β = 0,

on montre que la statistique

(K′b)′(K′(X′WX)−1K)−1K′b

suit asymptotiquement une loi duχ2.

Attention, le test de Wald, approximatif, peut ne pasêtre pŕecis si le nombre d’observations est faible.

5 Diagnostics

De nombreux indicateurs, comme dans le cas de la régression lińeaire multiple, sont proposés afin
d’évaluer la qualit́e ou la robustesse des modèles estiḿes. Ils concernent la détection des valeurs influentes
et l’étude graphique des résidus. La d́efinition de ces derniers pose quelques difficultés.

5.1 Effet levier

On construit la matrice de projection (hat matrix)

H = W1/2X(X′WX)−1X′)W1/2,

relative au produit scalaire de matriceW, sur le sous-espace engendré par les variables explicatives. Les
termes diagonaux de cette matrice supérieursà (3p/n) indiquent des valeurs potentiellement influentes. Le
graphe repŕesentant les points d’ordonnéeshii et d’abscisses le nuḿero de l’observation les visualise.

5.2 Résidus

Avec des erreurs centrées, additives, c’est-à-dire dans le cas du modèle gaussien utilisant la fonction
lien identit́e, il est naturel de d́efinir des ŕesidus par :

εi = yi − E(yi) = yi − µi.

comme dans le cas du modèle linéaire. Ce cadre est ici inadapté au cas ǵeńeral et diff́erents substituts sont
propośes. Chacun possède par ailleurs une versionstandardiśeeet une versionstudentiśee.
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Pearson

Les ŕesidus obtenus en comparant valeurs observéesyi et valeurs pŕeditesŷi sont pond́eŕes par leur
précision estiḿee par l’́ecart-type :si de ŷi. Ceci d́efinit les ŕesidus de Pearson :

rPi =
yi − ŷi

si

dont la somme des carrés conduit̀a la statistique du m̂eme nom. Ces résidus mesurent donc la contribution
de chaque observatioǹa la significativit́e du test d́ecoulant de cette statistique. Par analogie au modèle
linéaire, on v́erifie que ce sont́egalement les résidus de la projection par la matriceH.

Ces ŕesidus ne sont pas de variance unité et sont donc difficiles̀a interpŕeter. Une estimation de leurs
écarts-types conduità la d́efinition des ŕesidus de Pearson standardisés :

rPsi =
yi − ŷi

si

√
hii

faisant intervenir le terme diagonal de la matriceH.

De plus, prenant en compte que les estimations desécarts-typessi dépendent de laième observation
et sont donc biaiśes, des ŕesidus studentisés sont obtenus en approchant au premier ordre le paramètre de
dispersions(i) calcuĺe sans laième observation :

rPti =
yi − ŷi

s(i)

√
hii

.

Déviance

Ces ŕesidus mesurent la contribution de chaque observationà la d́eviance du mod̀ele par rapport au
mod̀ele satuŕe. Des versions standardisées et studentisées en sont d́efinies comme pour ceux de Pearson.

Anscombe

Les lois des ŕesidus pŕećedents sont inconnues et même dissyḿetriques. Anscombe a donc proposé de
faire oṕerer une transformation préalable afin de construire des résidus suivant une loi normale :

rAi =
t(yi)− t(ŷi)

t′(yi)si
.

L’explicitation de la fonctiont dans le cadre du modèle linéaire ǵeńeraliśe est relativement complexe mais
le calcul en est fourni par les logiciels. Comme préćedemment, des versions standardisées et studentisées
sontégalement calculées.

Un graphe utilisant ces résidus en ordonńees et les nuḿeros d’observation en abscisses permet d’iden-
tifier les observations les moins bien ajustées par le mod̀ele.

5.3 Mesure d’influence

De nombreux indicateurs sont proposés afin d’́evaluer l’influence d’une observation sur l’estimation
d’un param̀etre, sur les pŕedictions ou encore sur la variance des estimateurs. Le plus utilisé, la distance
de Cook, mesure globalement l’influence sur l’ensemble des paramètres. C’est la distance, au sens de la
métrique d́efinie par l’inverse de la covariance des paramètres, entre le vecteur des paramètresb estiḿe
avec toutes les observations et celui estimé lorsque laième observation est supprimée.

Di =
1
2
(b− b(i))′(X′WX)−1(b− b(i)).

Cet indicateur prend simultanément en compte l’effet levier et l’importance du résidu de chaque observa-
tion. Le graphe de ces valeurs est donc plus synthétique et interpŕetable en tenant compte du graphe des
résidus et de celui des termes diagonaux deH.
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6 Compléments

6.1 Sur-dispersion

Dans certaines situations, par exemple lors d’observations dépendantes, la variance de la variableYi

suppośee binomiale ou de Poisson, qui est théoriquement fix́ee par le mod̀ele, est plus importante, multipliée
par un facteur d’́echelle (scale parameter)σ2. Si ce param̀etre est plus grand que 1, on dit qu’il y a sur-
dispersion. Une ḿethode baśee sur une maximisation de la formule dequasi-vraisemblanceest alors utiliśee
pour estimer̀a la foisσ etβ.

6.2 Variable “offset”

Lorsque la variablèa expliquer dans le cas d’un modèle linéaire ǵeńeraliśe d́epend́egalementlinéairement
d’une autre variable, cette dernière est d́eclaŕee offsetet sert ainsìa “tarer” le mod̀ele. Exemple : pour
mod́eliser le nombre de sinistres déclaŕes par cat́egorie de conducteurs, la variablenombre de contratsest
déclaŕee “offset”.

7 Exercices

Exo 1

Avec l’hypoth̀ese valide dans le cas des familles exponentielles (densités deux fois diff́erentiables),
montrer les relations :

E

(
∂`

∂θ

)
= 0 et − E

(
∂2`

∂θ2

)
= E

(
∂`

∂θ

)2

.

Exo 2
i. On observe les réalisationsyi den variables aĺeatoires ind́ependantes suivant des lois de Bernouilli de

param̀etreπi. SoitX la matrice(n× (p+1)) des observations issue de la planification expérimentale
et contenant les variables explicatives. On s’intéresse au modèle de ŕegression logistique :

logit(πi) = x′iβ

où xi (1× (p+1)) est le ìeme vecteur ligne deX mis en colonne etβ (1× (p+1)) est le vecteur
des param̀etres.Écrire la log-vraisemblanceL de l’échantillonz1, . . . , zn en fonction des param̀etres
β du mod̀ele.

ii. On noteg = δL/δβ le gradient deL ; c’est le vecteur des dérivées[δL/δβ0, . . . , δL/δβp]′. Soit
z le vecteur des observations etπ celui desπi. Montrer que le gradient se met sous la formeg =
X′z−X′π (expliciter un terme ǵeńeral de ce vecteur).

iii. On noteH le hessien deL ; c’est la matrice ayant pour terme géńeral la d́erivée secondeδ2L/δβjβk.
Montrer queH se met sous la formeH = −X′WX et expliciter la matrice diagonaleW en fonction
desπi.

iv. La proćedure de Newton-Raphson est utilisée pour approcher le maximum de la fonctionL(z,X,β)
relativement̀aβ. Elle consistèa calculer par ŕecurrence une séquencebn d’estimateurs deβ telle que
L(z,X,bn+1) > L(z,X,bn). En notant respectivementH−1

n = H|bn
, dn etπn lesévaluations du

hessien, du gradient et deπ pourβ = bn, la récurrence s’́ecrit :bn+1 = bn −Hngn. Montrer que,
dans le cas de la régression logistique sur variables de Bernouilli, cette récurrence s’́ecrit :

bn+1 = bn + (X′WnX)−1(X′z−X′πn)

et expliciterWn.

v. Suivre la m̂eme d́emarche en remplaçant le modèle pŕećedent par un mod̀ele poissonien avec la
fonction lien canoniqueln(πi) = x′iβ. Que deviennent la log-vraisemblance,

vi. son gradient,

vii. son Hessien,

viii. la relation de ŕecurrence ?
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